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Resumo

A elicitação é um processo que permite a incorporação da informação a priori fornecida
por um especialista sobre alguma quantidade, desconhecida e de interesse, à informação
proveniente dos dados do experimento. Pode ser utilizada em muitas áreas aplicadas do
conhecimento, principalmente em situações nas quais os dados experimentais não são tão
numerosos devido à di�culdade ou custo para obtê-los. Na abordagem Bayesiana não-
paramétrica, a densidade ou a função de interesse podem ser estimadas sem imposição de
quaisquer suposições restritivas sobre a sua forma. Assim, os dados permitem determinar
a estimativa da função de interesse em vez de condicioná-la a pertencer a uma dada fa-
mília paramétrica. O objetivo do presente trabalho é realizar uma aplicação do método
Bayesiano não-paramétrico de elicitação de prioris proposto por Oakley e O'Hagan (2007),
Moala (2009) e Moala e O'Hagan (2010) a �m de estimar a função de con�abilidade, con-
siderada completamente desconhecida em sua forma, baseando-se apenas na informação
fornecida pelo especialista.

Palavras-chave: Função de Con�abilidade. Elicitação. Inferência Bayesiana Não-
Paramétrica.



Abstract

The elicitation is a process that allows the incorporation of a prior information pro-
vided by an expert on some quantity, unknown and of interest, to the information from
the experimental data. It can be used in many applied areas of knowledge, especially in
situations where experimental data are not numerous because of the di�culty or cost to
obtain them. In Bayesian non-parametric approach, the density or the function of interest
can be estimated without imposing any restrictive assumptions on its shape. Thus, the
data allows determine the estimate of the interested function rather than conditioning it
to a given parametric class functions. The aim of this paper is to apply the Bayesian non-
parametric elicitation method of priors proposed by Oakley and O'Hagan (2007), Moala
(2009) and Moala and O'Hagan (2010) to estimate the reliability function, considered
completely unknown in its form, based only on the information provided by the expert.

Key words: Reliability function. Elicitation. Non-Parametric Bayesian Inference.
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1 Introdução

A possibilidade de incorporar informação a priori fornecida por um especialista sobre

alguma quantidade, desconhecida e de interesse, à informação proveniente dos dados do

experimento é uma importante vantagem da inferência Bayesiana. O processo de incor-

porar formalmente esse conhecimento é denominado elicitação.

A utilização da informação do especialista permitirá termos um conhecimento mais

atualizado, portanto mais preciso, da quantidade de interesse, justi�cando ainda mais o

uso da inferência Bayesiana.

Os agrônomos e os agricultores têm uma larga experiência nas necessidades do solo

para o plantio e colheita de produtos agrícolas como hortifrutigranjeiros, produtos para

produção de biocombustíveis, etc. Além disso, devido à contaminação do solo, proble-

mas de erosão e poluição em muitos ambientes urbanos, os especialistas podem manter

atualizados os riscos associados aos elementos tóxicos na aplicação de fertilizantes e de-

fensivos agrícolas. Os especialistas podem ter experiência também com avaliação de risco

de contaminantes metálicos como cádmio, arsênico, níquel, entre outros, que podem ser

associados com subprodutos industriais.

Apesar da grande contribuição dessa informação a uma análise estatística, o conheci-

mento a priori não é frequentemente considerado nas análises Bayesianas. Justi�cando a

di�culdade de se representar a opinião do especialista subjetivamente ou que, com uma

grande quantidade de dados, o conhecimento a priori tende a ter pouco efeito nas infe-

rências �nais e as várias técnicas disponíveis para representar não informação a priori, os

usuários da inferência Bayesiana frequentemente evitam utilizar o conhecimento a priori

disponível em prol do uso de prioris não informativas. Porém, ao investigarmos fenômenos

novos ou raros, os poucos dados podem não fornecer informação su�ciente para se tomar

uma decisão estatística. Um exemplo disto ocorre ao se tentar modelar os danos causados

por terremotos, estudo de doenças raras, etc. Nem sempre teremos dados su�cientes para

poder ignorar o conhecimento a priori, e consequentemente, a opinião do especialista pode
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ser uma das poucas fontes de informação.

A elicitação pode ser utilizada em muitas áreas aplicadas do conhecimento, princi-

palmente em situações nas quais os dados experimentais não são tão numerosos devido a

di�culdade ou custo para obtê-los.

A análise de con�abilidade é uma área que pode ter importantes aplicações da elici-

tação. Por exemplo, suponha que estamos investigando o tempo de vida médio de um

componente em alguma máquina. Podemos fazer testes através de uma amostra dos

componentes para inferir o tempo de vida médio deles, mas o projetista do componente

pode ter suas expectativas próprias sobre este desempenho. Se pudermos representar o

conhecimento do projetista a respeito das características dos componentes que podem ter

in�uência no tempo de vida por uma distribuição de probabilidade, então este adicional

conhecimento (a priori) pode ser utilizado dentro do sistema Bayesiano de inferência. Ou-

tros exemplos de elicitação na análise de risco e con�abilidade podem ser encontrados em

Cooke (1991) e Bedford e Cooke (2001).

Geralmente, assumimos uma especí�ca família paramétrica de distribuições para a o

tempo de falha, como Weibull, lognormal ou gama, tal que a inferência sobre a função

de con�abilidade reduz-se ao problema da estimativa dos parâmetros da distribuição do

tempo de falha.

Os métodos Bayesianos não-paramétricos são muito apropriados para a análise de

con�abilidade, permitindo uma �exível modelagem para a função de con�abilidade, função

de risco acumulada ou função de risco, sem as restritivas especi�cações paramétricas.

Em muitos problemas práticos, os dados apresentam características como multimoda-

lidade, caudas pesadas, etc, que tornam as distribuições usuais inadequadas, preferindo-se

assim uma abordagem não-paramétrica para a modelagem da função de con�abilidade em

que esta é tratada como uma função completamente desconhecida.

A abordagem Bayesiana não-paramétrica também permite a incorporação de uma

informação a priori na estimação da função de con�abilidade. Oakley e O'Hagan (2007)

e Moala e O'Hagan (2010) propõem um método Bayesiano não-paramétrico para elicitar

distribuições a priori f(.) univariadas e multivariadas, respectivamente, que pode ser

aplicado sem muitas restrições e a uma ampla classe de problemas práticos. Além de evitar

ter que assumir uma forma paramétrica para a função desconhecida, nos permite medir

nossa incerteza sobre ela dado um número limitado de sumários elicitados do especialista

e, principalmente, não é difícil de ser implementado.
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Portanto, neste trabalho, pretendemos realizar uma aplicação do método Bayesiano

não-paramétrico de elicitação de prioris proposto por Oakley e O'Hagan (2007), Moala

(2009) e Moala e O'Hagan (2010) a �m de estimar a função de con�abilidade, considerada

completamente desconhecida em sua forma, baseado apenas na informação fornecida pelo

especialista.

O trabalho está organizado da seguinte forma: No Capítulo 2 é abordada a análise da

função de con�abilidade sob o enfoque paramétrico Bayesiano e frequentista, para dados

com e sem censura. No Capítulo 3 é discutido o uso da elicitação em análises estatísticas e

algumas técnicas de elicitação paramétrica são apresentadas. Um novo método de elicita-

ção aplicado à distribuição Weibull para determinação dos hiperparâmetros da distribui-

ção conjunta a priori é abordado no Capítulo 4. A inferência Bayesiana não-paramétrica

é analisada no Capítulo 5, onde o conceito de processo Gaussiano é introduzido. O Capí-

tulo 6 aborda o método Bayesiano não-paramétrico de elicitação univariado proposto por

Oakley e O'Hagan(2007) para estimação de uma função densidade qualquer. A estimação

da função de con�abilidade utilizando o conhecimento do especialista, usando o método

discutido no Capítulo 6, é apresentada no Capítulo 7. Algumas conclusões e sugestões

para trabalhos futuros são descritas no Capítulo 8.
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2 Con�abilidade

A análise de con�abilidade ou sobrevivência é bastante utilizada na área industrial,

médica, �nanceira, entre outras. A variável resposta é o tempo transcorrido até a ocor-

rência de algum evento de interesse.

O objetivo da análise de con�abilidade é, estudando dados relacionados aos tempos

de falha ou sobrevivência de unidades especí�cas como pessoas ou peças de máquinas,

fornecer uma medida capaz de nos dar uma con�ança em relação ao bom funcionamento

de um certo produto durante um período de tempo especi�cado, sob condições de uso

pré-estabelecidas (no caso da engenharia) ou em experimentos médicos.

A função de con�abilidade é uma das principais funções probabilísticas usadas para

descrever estudos de tempo de vida. Ela é de�nida como

R(t) = P [X ≥ t] t > 0. (2.1)

A função de con�abilidade especi�ca a probabilidade de uma observação não falhar

até um certo tempo t. Baseado na análise de con�abilidade, os fabricantes de produtos

eletrônicos, por exemplo, podem melhorar a qualidade de seus produtos.

Uma característica dos dados utilizados na análise de con�abilidade é a presença de

censura, que é a observação parcial da resposta. Devido a frequentemente elevada con�a-

bilidade dos componentes testados e o custo do tempo para a realização do experimento,

os testes de vida são geralmente terminados depois de uma quantidade especí�ca de tempo

decorrido (censura tipo I) ou após um determinado número de falhas ter sido observado

(censura tipo II).

Existem diversas distribuições de probabilidade que são utilizadas em análise de con�-

abilidade, algumas delas destacam-se das demais por sua comprovada adequação a várias

situações práticas, por exemplo, a distribuição Weibull. Ela é uma das mais importantes

distribuições de probabilidade utilizadas em problemas de con�abilidade. Mann (1968)

discute uma variedade de situações onde esta distribuição pode ser empregada.

Na estimação dos parâmetros de uma distribuição o método de máxima verossimi-
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lhança é uma técnica estatística amplamente utilizada, fornecendo estimativas satisfató-

rias, principalmente quando o tamanho da amostra é grande. Porém, nos casos em que a

estimação da função de con�abilidade é realizada com base em amostras pequenas, o esti-

mador de máxima verossimilhança pode tornar-se impreciso e até mesmo pouco con�ável.

Assim, o uso da inferência Bayesiana pode ser uma alternativa poderosa na estimação dos

parâmetros.

Esse capítulo está organizado da seguinte maneira: Na Seção 2.1, a inferência para-

métrica da função de con�abilidade é discutida. A inferência paramétrica da função de

con�abilidade na presença de censura é abordada na Seção 2.2.

2.1 Inferência Paramétrica da Função de Con�abilidade

Existem diversas distribuições de probabilidade que são utilizadas na análise esta-

tística de dados de con�abilidade, tais como Exponencial, Log-normal, Weibull, entre

outras. Tais distribuições têm se mostrado apropriadas para descrever o tempo de vida

de equipamentos e produtos industriais.

A grande popularidade da distribuição Weibull se deve ao fato dela apresentar uma

grande variedade de formas. A densidade da distribuição Weibull do tempo de falha da

variável X é dada por

f(x) =
β

α

(x
α

)β−1

exp

{
−
(x
α

)β}
, x > 0, (2.2)

dependente dos parâmetros α > 0 e β > 0, em que α é o parâmetro de escala e β o de

forma da distribuição.

Para a distribuição Weibull de�nida em (2.2), a função de con�abilidade é dada por

R(t) = exp

{
−
(
t

α

)β}
. (2.3)

A estimação da função de con�abilidade pode ser feita através dos métodos Bayesianos

ou do método de máxima verossimilhança.

Algumas formas da função de con�abilidade de uma variável X com distribuição

Weibull são apresentadas na Figura 1.

Seja X1,. . . ,Xn uma amostra aleatória de X com função densidade de probabilidade
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Figura 1: Função de con�abilidade da distribuição Weibull para diversos β's e α = 8.

dada em (2.2), então a função de verossimilhança para os parâmetros α e β é dada por

L(α, β|x) =

(
β

α

)n n∏
i=1

(xi
α

)β−1

exp

{
−

n∑
i=1

(xi
α

)β}
. (2.4)

Os estimadores de máxima verossimilhança de α e β podem ser obtidos resolvendo si-

multaneamente as equações ∂ lnL
∂α

= 0 e ∂ lnL
∂β

= 0. Dessa forma, a estimativa do parâmetro

α é

α̂ =


n∑
i=1

xβ̂i

n


1

β̂

(2.5)

e substituindo (2.5) na equação ∂ lnL
∂β

= 0 tem-se

1

β̂
+

n∑
i=1

ln xi

n
−

n∑
i=1

xβ̂i ln xi

n∑
i=1

xβ̂i

= 0 (2.6)

Como (2.6) não pode ser resolvida analiticamente para β, utiliza-se alguma aproxi-

mação numérica, como o Método de Newton Raphson.

Pela propriedade de invariância dos estimadores de máxima verossimilhança, uma vez
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estimados α e β podemos obter a estimativa de R̂ = R̂(t0) que é dada por

R̂ = exp

{
−
(
t0
α̂

)β̂}
. (2.7)

Uma possível reparametrização encontrada em Moala, Rodrigues e Tomazella (2009)

pode ser utilizada para obter as propriedades assintóticas do estimador da con�abilidade,

R̂. Reparametrizando (α, β) para (R,W ), em que W = β e R = exp
{
−
(
t
α

)β}
e utili-

zando (2.4), temos que a função de verossimilhança de (R,W ) é dada por

L(R,W |x) = W n

(
ln

1

R

)n n∏
i=1

yW−1
i R

n∑
i=1

yWi
. (2.8)

em que yi = xi
t
.

Moala, Rodrigues e Tomazella (2009) obtiveram a matriz de informação de Fisher

esperada para os parâmetros (R,W ) dada por

I(R,W ) =

 1

R2(ln 1
R)

2

ψ(2)−ln(ln 1
R)

RWln 1
R

ψ(2)−ln(ln 1
R)

RWln 1
R

1
W 2

{
ln2
(
ln 1

R

)
− 2ψ(2)ln

(
ln 1

R

)
+ d
}
 (2.9)

em que ψ é a função digama, ψ′ é a função trigama e d = ψ′(2) + ψ(2)2 + 1.

Sabendo que assintoticamente os estimadores R e W possuem distribuição

(R̂, Ŵ ) ∼ N2

[
(R,W ), I−1(R,W )

]
, (2.10)

conclui-se que a distribuição assintótica do estimador de máxima verossimilhança R̂ é

√
n(R̂−R)√
var(R̂)

a∼ N(0, 1) (2.11)

em que var(R̂) = 6
nπ2

(
Rln 1

R

)2 [
ln2
(
ln 1

R

)
− 2ψ(2)− ln

(
ln 1

R

)
+ d
]
.

Em uma análise Bayesiana é necessário especi�car uma distribuição a priori para os

parâmetros. Se não existe informação a priori previamente disponível, então a incerteza

sobre os parâmetros pode ser quanti�cada com distribuições a priori não informativas.

Existem diversas distribuições a priori na literatura, algumas das mais conhecidas são as

prioris de Je�reys (1967) e Referência (Bernardo,1979).

Uma distribuição a priori não informativa para representar uma situação em que existe

pouca informação previamente disponível sobre os parâmetros foi proposta por Je�reys

(1967). Desde então, essa distribuição a priori tem um importante papel na inferência
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Bayesiana. A priori de Je�reys é dada por

π(R,W ) ∝
√
detI(R,W ). (2.12)

Essa distribuição a priori possui a vantagem de ser invariante sob transformações um

a um dos parâmetros. Supondo que não existe nenhuma informação a priori sobre R e W

e utilizando (2.9) e (2.12), a priori de Je�reys para (R,W ) é dada por

π1(R,W ) ∝ 1

RWln 1
R

. (2.13)

Na inferência Bayesiana, todas as quantidades incertas são modeladas em termos

da sua distribuição conjunta a priori e posteriormente são atualizadas, pelos dados da

amostra, em termos da distribuição conjunta a posteriori. Logo, a distribuição conjunta

a posteriori é dada por

p1(R,W |x) ∝ W n−1

(
ln

1

R

)n−1 n∏
i=1

yW−1
i R

n∑
i=1

yWi 1

R
. (2.14)

A priori de referência é uma outra priori que pode ser empregada na análise de con-

�abilidade. Ela foi introduzida por Bernardo em 1979 e posteriormente desenvolvida por

Berger e Bernardo (1992). O intuito é encontrar uma distribuição a priori não informativa

que maximize a informação para os parâmetros proveniente dos dados.

Uma característica importante do método de Berger-Bernardo para construir uma

priori não informativa é o diferente tratamento aos parâmetros de interesse e nuisance.

Quando existem parâmetros nuisance, a priori de referência irá depender dos parâmetros

que foram julgados de interesse.

Suponha que a distribuição conjunta a posteriori de (φ, λ) é assintoticamente normal

com matriz de covariância S(φ̂, λ̂) = I−1(φ̂, λ̂). Assim, sob adequadas condições de re-

gularidade (ver Bernardo (1996) para mais detalhes) a priori conjunta de referência pode

ser escrita como o produto de duas funções independentes dos parâmetros como mostra

o Teorema 1, descrito em Bernardo (2005).

Teorema 1: Se o espaço do parâmetro nuisance Λ(φ) = Λ é independente de φ e as

funções S
− 1

2
11 (φ, λ) e I

1
2
22(φ, λ) forem fatoradas na forma

[S11(φ, λ)]−
1
2 = g1(φ)h1(λ) , [I22(φ, λ)]

1
2 = g2(φ)h2(λ) (2.15)

então

π(φ) ∝ g1(φ) , π(λ|φ) ∝ h2(λ) (2.16)
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e a distribuição a priori de referência considerando φ o parâmetro de interesse e λ nuisance

é dada por

π(λ, φ) = g1(φ)h2(λ). (2.17)

Mais detalhes podem ser encontrados em Bernardo(2005).

Agora, considere a construção da distribuição a priori de referência para a função de

con�abilidade R(t) da distribuição Weibull apresentada em (2.2).

A distribuição a priori de referência não é invariante, assim não seria possível fazer

inferências sobre a con�abilidade se tivéssemos utilizado a parametrização (α, β). Dessa

forma, ela só pôde ser utilizada porque realizamos a reparametrização (R,W ). O parâ-

metro de interesse é R(t) = exp
{
−
(
t
α

)β}
e o parâmetro nuisance escolhido é W = β.

A matriz de informação de Fisher, dada em (2.9), possui a seguinte matriz inversa

S(R,W ) =
6

π2

[
R2
(
ln 1

R

)2 [
ln2
(
ln 1

R

)
− 2ψ(2)p+ d

]
−WRln 1

R
[ψ(2)− p]

−WRln 1
R

[ψ(2)− p] W 2

]
(2.18)

em que d = ψ′(2) +ψ(2)2 + 1 e p = ln
(
ln 1

R

)
. Assim, a priori de referência é determinada

da seguinte forma

S
− 1

2
11 (φ, λ) =

1

R
(
ln 1

R

)√
ln2
(
ln 1

R

)
− 2ψ(2)p+ d

= g1(R)h1(W ) (2.19)

com g1(R) = 1

R(ln 1
R)
√
ln2(ln 1

R)−2ψ(2)p+d
, tal que

π(R) =
1

R
(
ln 1

R

)√
ln2
(
ln 1

R

)
− 2ψ(2)p+ d

. (2.20)

Similarmente,

I
1
2
22(φ, λ) =

1

W

√
ln2

(
ln

1

R

)
− 2ψ(2)p+ d = g2(R)h2(W ) (2.21)

com h2(W ) = 1
W
, e então

π(W |R) =
1

W
. (2.22)

Portanto, usando o Teorema 1, a distribuição priori conjunta de referência com parâ-

metro de interesse R é

π2(R,W ) =
1

WR
(
ln 1

R

)√
ln2
(
ln 1

R

)
− 2ψ(2)ln

(
ln 1

R

)
+ ψ′(2) + ψ(2)2 + 1

. (2.23)
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A distribuição conjunta a posteriori para os parâmetros (R,W ) é dada por

p2(R,W |x) ∝ 1

W n

(
ln

1

R

)n n∏
i=1

y
1
W
−1

i R

n∑
i=1

y
1
W
i
π(R,W ), (2.24)

em que π(R,W ) é uma distribuição conjunta a priori apropriada com 0 < R < 1 eW > 0.

Claramente (2.24) é uma complexa função de R e W e para fazer inferências sobre

o parâmetro R é necessário obter as integrais que envolvem a densidade a posteriori,

a qual é analiticamente intratável. Dessa forma, o uso de métodos numéricos MCMC

(Markov Chain Monte Carlo), como o popular algoritmo de Metropolis-Hastings, torna-

se indispensável para a obtenção das estimativas dos parâmetros desconhecidos.

Exemplo 1: A situação apresentada aqui pertence a um famoso exemplo de Lieblein e

Zelen (1956) sobre o tempo de fadiga de rolamentos de esferas. Os dados são apresentados

na Tabela 1.

Tabela 1: Observações do número de ciclos até a falha
17,88 28,92 33,00 41,52 42,12 45,60
48,48 51,84 51,96 54,12 55,56 67,80
68,64 68,88 84,12 93,12 98,64 105,12
105,84 127,92 128,04 173,40

Foi utilizado o método MCMC (Monte Carlo via Cadeias de Markov), algoritmo de

Metropolis Hastings, para simulação de amostras dos valores de R e W das distribuições

marginais a posteriori de (2.14) e (2.24). Como o maior interesse está na estimativa da

con�abilidade, apenas os resultados de R serão apresentados.

Uma cadeia com 20000 iterações foi gerada no pacote estatístico R (R Development

Core Team, 2012), com o objetivo de simular amostras dos valores de R das distribuição

a posteriori. As exigências de convergência da cadeia para a distribuição de equilíbrio

foram checadas, como mostram as Figura 2 e 3.

Os estimadores de máxima verossimilhança são: α̂ = 81, 88 e β̂ = 2, 102. Substituindo

esses valores estimados em (2.7), obtém-se a estimativa da con�abilidade para t = 100

que é de aproximadamente 0,22 e seu intervalo de con�ança de 95% [0,107 ; 0,391].

A Tabela 2 fornece as estimativas a posteriori do parâmetro R (média) e respectivas

variâncias, além dos intervalos de credibilidade de 95% para cada uma das distribuições

a priori, Je�reys e Referência.

De acordo com os resultados apresentados na Tabela 2, a probabilidade do tempo de

vida dos rolamentos de esfera ser maior que 100 ciclos é de aproximadamente 0,24.
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Figura 2: Cadeia gerada pelo MCMC para R e correspondente correlograma considerando
a distribuição a priori de Je�reys.
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Figura 3: Cadeia gerada pelo MCMC para R e correspondente correlograma considerando
a distribuição a priori de Referência.

Esse exemplo já foi discutido por vários autores, incluindo Singpwarla (1988) que

ajustou esses dados a uma distribuição Weibull utilizando informação de um especialista

para determinar os hiperparâmetros da distribuição conjunta a priori. Para a distribuição

a priori do β, o autor considerou a distribuição Gama(θ, ϕ), dada por

π(β) =
θϕ

Γ(ϕ)
βϕ−1exp{−θβ} β > 0, (2.25)

como priori para o parâmetro β e para α considerou uma normal truncada

π(α) =
k√
2πσ

exp

−1

2

(
αe

c
β − µ
σ

)2
 α ≥ 0, (2.26)

em que c = ln(ln2) e k =
∫∞
−µ
σ
(2π)−

1
2 exp{−u2

2
}du.
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Tabela 2: Estimativas para o parâmetro R para t = 100
Estimativas Je�reys Referência

Média 0,239 0,244
Variância 0,005 0,005
I. Cred. [0,116 ; 0,389] [0,119 ; 0,404]
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Figura 4: Densidades marginais a posteriori para o parâmetro R.

A multiplicação de (2.25) e (2.26) resulta na distribuição conjunta a priori especi�cada

por ele, cujos hiperparâmetros escolhidos foram θ = 0, 15, ϕ = 2, µ = 80 e σ = 12. O

autor não estabelece a metodologia para obtenção dos valores considerados para os hiper-

parâmetros. As estimativas dos parâmetros α e β encontradas foram, respectivamente,

85 e 2,12. Substituindo novamente os valores das estimativas dos parâmetros em (2.7),

encontra-se 0,243 como estimativa da con�abilidade em t = 100.

Observa-se que as diferentes abordagens (Frequentista e Bayesiana) adotadas para a

resolução desse problema produziram resultados similares.

2.2 Inferência Paramétrica da Função de Con�abilidade

na presença de censura

Na análise de con�abilidade a presença de observações incompletas ou parciais é fre-

quente. Essas observações censuradas podem ocorrer por uma variedade de razões, dentre

elas, a não ocorrência do evento até o término do experimento.
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Todos os resultados provenientes de um estudo de con�abilidade devem ser utilizados

na análise estatística. As razões são:

i) Apesar de serem incompletas, as observações censuradas fornecem informações sobre o

tempo de vida do produto ou componente em estudo;

ii) O descarte das observações censuradas na análise estatística pode levar a conclusões

viciadas.

A seguir serão apresentados os procedimentos para a análise de con�abilidade de dados

que possuem censura tipo II e censura tipo I.

2.2.1 Censura tipo II

Para dados censurados tipo II, consideramos as n unidades em teste e terminamos

o experimento quando ocorre a r-ésima falha (r �xo, 1 ≤ r ≤ n). Assim, somente os

r menores tempos são observados. O número de falhas r é �xado antes do começo do

experimento. Nesse caso, a função de verossimilhança baseada nos r tempos de falha

X(1),. . . ,X(r) é dada por

L =
n!

(n− r)!
f(x(1)) . . . f(x(r))[S(x(r))]

n−r. (2.27)

Para tempos de vida de componentes provenientes da distribuição Weibull apresentada

em (2.2) com censura tipo II, a função de verossimilhança é dada por

L(α, β|x) =

(
β

α

)r r∏
i=1

(x(i)

α

)β−1

exp

{
−

r∑
i=1

(x(i)

α

)β
− (n− r)

(x(r)

α

)β}
. (2.28)

Os estimadores de máxima verossimilhança, α̂ e β̂, dos parâmetros desconhecidos da

distribuição Weibull são dados por

α̂ =


n∑
i=1

xβ̂i

r


1

β̂

(2.29)

e substituindo (2.29) na equação ∂ lnL
∂β

= 0 tem-se

1

β̂
+

n∑
i=1

ln xi

r
−

n∑
i=1

xβ̂i ln xi

n∑
i=1

xβ̂i

= 0. (2.30)

Novamente algum método numérico como o de Newton-Raphson deve ser utilizado
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para resolver a equação (2.30).

A estimativa de máxima verossimilhança da con�abilidade, R̂ = R̂(t0), pode ser obtida

através das estimativas de máxima verossimilhança de α e β por R̂ = exp
{
−
(
t0
α̂

)β̂}
.

Para uma análise Bayesiana com esquema de censura, podemos considerar diferentes

distribuições a priori para a con�abilidade.

Primeiramente, visto que R(t) é uma função de α e β para um tempo t �xado, e

(R,W ) possui uma relação um-a-um com (α, β), é possível desenvolver um procedimento

alternativo de estimação de R(t). Ao invés de especi�car uma distribuição a priori para α

e β do modelo Weibull, podemos usar uma distribuição que varie no intervalo [0, 1] para

representar a distribuição a priori para a con�abilidade R(t), para t �xado.

Então considerando a parametrização (R,W ) e os dados censurados tipo II, a função

de verossimilhança de R e W pode ser encontrada substituindo os parâmetros α e β

da função de verossimilhança da distribuição Weibull em (2.28) por W = β e R =

exp
{
−
(
t
α

)β}
. Assim a função de verossimilhança de (R,W) pode ser escrita como

L(R,W |x) = W r

(
ln

1

R

)r r∏
i=1

yW−1
(i) R

r∑
i=1

yW
(i)
−(n−r)yW

(r)
. (2.31)

Uma possível distribuição a priori para R poderia ser a distribuição Beta, com densi-

dade dada por

π(R) =
1

B(υ, γ)
Rυ−1(1−R)γ−1 0 < R < 1 (2.32)

em que υ, γ > 0 e B(υ, γ) é a função beta com B(υ, γ) = Γ(υ)Γ(γ)
Γ(υ+γ)

. A distribuição Beta

possui uma grande variedade de formas e tem média υ
υ+γ

e variância υγ
(υ+γ)2(υ+γ+1)

.

A distribuição Beta(0,0) é uma distribuição a priori imprópria e algumas vezes é

utilizada para representar o não conhecimento de informações a priori dos valores dos

parâmetros. Assumindo independência entre R e W e considerando que a distribuição a

priori de R é a Beta(υ, γ) e a de W é uma Gama(a, b) (observe que W é uma variável não

negativa), tem-se a distribuição conjunta a priori dada por

π3(R,W ) ∝ Rυ−1(1−R)γ−1W a−1exp {−Wb} , (2.33)

com hiperparâmetros υ > 0, γ > 0, a > 0 e b > 0. Para que a distribuição Gama torne-se

não informativa os valores dos hiperparâmetros são geralmente considerados conhecidos

com a = 0.01 e b = 0.01.

Pode-se considerar também a distribuição Log-Gama Negativa como priori para R.
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Nesse caso, a densidade com κ e λ como hiperparâmetros é dada por

π(R) =
λκ

Γ(κ)

(
1

R

)κ−1

Rλ−1, 0 < R < 1, (2.34)

denotada por LGN(κ, λ). A média dessa distribuição é
(
1 + 1

λ

)−κ
e a variância é dada

por
(
1 + 2

λ

)−κ − (1 + 1
λ

)−2κ
.

Não é difícil mostrar que a função acumulada de R correspondente a (2.34) pode ser

escrita como

F (R|κ, λ) = 1− I
(
κ, λ ln

1

R

)
, 0 < R < 1, (2.35)

em que I(u, z) é a função gama incompleta.

A distribuição Log-Gama Negativa foi discutida e utilizada em con�abilidade por

Springer e Thompson (1965, 1967), Mann(1968) e outros.

A distribuição Log-Gama Negativa e Beta seriam um procedimento alternativo na

seleção de distribuições a priori, quando o especialista possui um conhecimento mais

aprofundado sobre as propriedades da con�abilidade de um item em estudo. Novamente os

parâmetros R e W foram considerados independentes e a distribuição Gama foi atribuída

ao parâmetro W . Assim a distribuição conjunta a priori é dada por

π4(R,W ) ∝
(

1

R

)κ−1

Rλ−1W a−1exp {−Wb} , 0 < R < 1,W > 0, (2.36)

com hiperparâmetros κ > 0, λ > 0, a > 0 e b > 0.

Assumindo dependência entre os parâmetros R e W , pode-se considerar uma dis-

tribuição a priori bivariada derivada da função cópula. Um caso especial é dado por

Farlie-Gumbel-Morgenstern (ver Morgenstern, 1956) e sua expressão é

π(R,W |ρ) = f1(R)f2(W ) + ρf1(R)f2(W )[1− 2F1(R)][1− 2F2(W )], (2.37)

em que f1(R) e f2(W ) são, respectivamente, as distribuições marginais para R eW ; F1(R)

e F2(W ) correspondem as distribuições acumuladas de R e W , respectivamente. Observe

que se ρ = 0, os parâmetros R e W são independentes.

Nesse trabalho, assumimos distribuição marginal Gama para W e distribuição mar-

ginal Log-Gama Negativa para R, resultando na seguinte priori

π5(R,W |ρ) ∝
(

1

R

)κ−1

Rλ−1W a−1exp {−γ}
[
1 + ρ

[
I

(
κ, λ ln

1

R

)
− 1

]
[1− 2I (a, γ)] , (2.38)

com γ = Wb, 0 < R < 1, W > 0 e −1 < ρ < 1.
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Nesse caso, a distribuição a posteriori pode ser escrita como

p5(R,W |x) ∝ L(R,W |x)π(R,W |ρ)π(ρ), (2.39)

em que π(ρ) é a distribuição a priori para ρ.

Muitas distribuições a priori podem ser especi�cadas para ρ, uma possibilidade é

considerar uma distribuição a priori uniforme no intervalo [−1, 1].

Como as distribuições a priori propostas nesse trabalho requerem métodos de simu-

lação para a determinação da distribuição a posteriori, média a posteriori, variância e

intervalos estimados utilizou-se o MCMC para gerar amostras da distribuição conjunta a

posteriori.

Exemplo 2: Mann e Fertig (1973) apresentam um conjunto de dados provenientes de

um teste de tempo de vida de componentes de um avião. Foram colocados em teste 13

componentes, o experimento foi �nalizado quando ocorreu a décima falha. Os dados são

apresentados na Tabela 3.

Tabela 3: Tempo de vida (em horas) de componentes de um avião
0,22 0,50 0,88 1,00 1,32
1,33 1,54 1,76 2,50 3,00

Para que as distribuições a priori se tornassem não informativas, os hiperparâmetros

escolhidos da distribuição Log Gama Negativa foram κ = 0, 1 e λ = 0, 01. Já para a

distribuição Beta, foram especi�cados υ = 0 e γ = 0.

Uma cadeia com 20000 iterações foi gerada para cada distribuição a posteriori de

R. As exigências de convergência foram checadas através dos grá�cos apresentados nas

Figuras 5, 6 e 7.

Tabela 4: Estimativas a posteriori para R em t = 2 e intervalos de credibilidade de 95%
Estimativas Beta LGN Cópula

Média 0,212 0,224 0,222
Variância 0,010 0,011 0,011
I.Cred. [0,056 ; 0,444] [0,066 ; 0,465] [0,064 ; 0,457]

De acordo com os resultados obtidos utilizando as distribuições a priori Log-Gama

Negativa e Cópula, a probabilidade estimada do tempo de vida de componentes de um

avião ser maior do que duas horas é de aproximadamente 0,22. E segundo o resultado da

priori Beta, essa probabilidade é de 0,21.

A Figura 8 mostra as densidades marginais a posteriori da con�abilidade.
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Figura 5: Cadeia gerada pelo MCMC para R e correspondente correlograma considerando
como priori a distribuição Beta.
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Figura 6: Cadeia gerada pelo MCMC para R e correspondente correlograma considerando
como priori a distribuição Log Gama Negativa.

2.2.2 Censura tipo I

No esquema de censura tipo I, o experimento é �nalizado após um período pré-

estabelecido de tempo, L. Uma forma mais geral de dados com censura tipo I é um

experimento em que cada componente testado possui seu especí�co tempo de censura,

pois nem todas as unidades começaram o teste ao mesmo tempo.

Suponha que n itens (componentes eletrônicos, por exemplo) são testados em um

experimento de tempo de vida. Os tempos de vida das unidades amostrais são variáveis

aleatórias independentes e identicamente distribuídas. Seja L1,. . . ,Ln os tempos de cen-

sura �xados para cada unidade no experimento. O tempo de vida Xi do i-ésimo item será

observado se Xi ≤ Li, i = 1, . . . , n. Portanto, os dados observados são (ti, δi), em que

ti = min(Xi, Li) (2.40)
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Figura 7: Cadeia gerada pelo MCMC para R e correspondente correlograma considerando
a priori Cópula.

e

δi =

{
1 se Ti ≤ Li

0 se Ti > Li.
, (2.41)

é a variável aleatória indicadora δi que mostra se Ti é censurado ou não.

Se os pares (ti, δi) são independentes, então a função de verossimilhança é dada por

L =
n∏
i=1

[f(ti)]
δi [S(Li)]

1− δi , (2.42)

onde S(.) é a função de sobrevivência.

Se os tempos de vida dos itens colocados sob teste seguem uma distribuição Weibull

dada em (2.2), então a função de verossimilhança para os parâmetros α e β é escrita como

L(α, β|x) =

(
α

β

)r n∏
i=1

(x(i)

α

)(β−1)δi
exp

{
−

n∑
i=1

δi

(x(i)

α

)β}
exp

{
−

n∑
i=1

(1− δi)
(x(i)

α

)β}
,

(2.43)

em que r =
n∑
i=1

δi denota o número de itens que falharam (δi = 1).

As equações de verossimilhança para α e β são dadas por

α̂ =


n∑
i=1

δix
β̂
i +

n∑
i=1

(1− δi)Lβ̂i

r


1

β̂

(2.44)
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Figura 8: Densidades marginais a posteriori para o parâmetro R

e β̂ como solução da seguinte equação

1

β̂
+

n∑
i=1

δiln xi

r
−

n∑
i=1

δix
β̂
i ln xi +

n∑
i=1

(1− δi)Lβ̂i ln Li
n∑
i=1

δix
β̂
i +

n∑
i=1

(1− δi)Li
= 0. (2.45)

Para esse esquema de censura, a função de verossimilhança dos parâmetros (R,W ) é

dada por

L(R,W |x) = W r

(
ln

1

R

)r r∏
i=1

y
(W−1)δi
(i) RT ∗ (2.46)

em que T ∗ =
n∑
i=1

δiy
β̂
i +

n∑
i=1

(1− δi)
(
Li
t

)β̂
.

Para uma análise Bayesiana da con�abilidade com censura tipo I, consideramos as

mesmas distribuições a priori discutidas na seção anterior, porém a função de verossimi-

lhança utilizada é dada em (2.46).

Exemplo 3: Bartholomew (1957) descreve uma situação em que peças de um equipa-

mento são instaladas em diferentes instantes. Após algum tempo, algumas peças falharam

e as demais continuaram funcionando. O objetivo é estudar a distribuição dos tempos

de falha desse tipo de peça de equipamento e estimar a proporção delas que irão falhar

dentro de um tempo especi�cado.

A Tabela 6 apresenta os resultados de 10 equipamentos testados nesse experimento,
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que foi �nalizado em 31 de agosto.

Tabela 5: Tempo de funcionamento de 10 peças de equipamento
Item 1 2 3 4 5

Data da Instalação 11 de jun. 21 de jun. 22 de jun. 2 de jul. 21 de jul.
Data da Falha 13 de jun. - 12 de ago. - 23 de ago.

Tempo de Falha(dias) 2 ≥72 51 ≥60 33
Item 6 7 8 9 10

Data da Instalação 31 de jul. 31 de jul. 1 ago. 2 de ago. 10 de ago.
Data da Falha 27 de ago. 14 de ago. 25 de ago. 6 de ago. -

Tempo de Falha(dias) 27 14 24 4 ≥21

Observe que existem três itens que não falharam durante o experimento (no 2, 4 e 10),

logo eles são censurados. Os dados da Tabela 6 podem ser escritos de uma outra forma

apresentada na Tabela 7.

Tabela 6: Tempo de falha e tempo pré-estabelecido para cada peça de equipamento
Item 1 2 3 4 5 6 7 8 9 10
Ti 2 - 51 - 33 27 14 24 4 -
Li 81 72 70 60 41 31 31 30 29 21

Uma cadeia com 20000 iterações foi gerada para cada distribuição a posteriori. As

exigências de convergência foram checadas através dos grá�cos apresentados nas Figuras

9, 10 e 11.
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Figura 9: Cadeia gerada pelo MCMC para R e correspondente correlograma considerando
como priori a distribuição Beta.

Analisando a Tabela 8, podemos observar que as estimativas da con�abilidade obtidas

foram similares, assim como a variância e os intervalos de credibilidade. De acordo com

os resultados obtidos, utilizando as prioris Beta e Cópula, a probabilidade estimada do

tempo de vida de determinada peça de equipamento ser maior do que trinta dias é 0,49.
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Figura 10: Cadeia gerada pelo MCMC para R e correspondente correlograma conside-
rando como priori a distribuição Log Gama Negativa.
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Figura 11: Cadeia gerada pelo MCMC para R e correspondente correlograma conside-
rando a distribuição a priori Cópula.

A Figura 12 ilustra as densidades marginais a posteriori correspondentes as três dis-

tribuições a priori em estudo.

Lawless (1982) também discute esse exemplo. Ele ajustou esse conjunto de dados a

uma distribuição Exponencial. Pelo método de máxima verossimilhança, a estimativa do

parâmetro λ é 0,023 e seu intervalo de con�ança de 95% é [0,012 ; 0,107]. A estimativa da

con�abilidade R, para t = 30, é de 0,506 e o intervalo de con�ança de 95%, é [0,07;0,676].

Observe que os resultados obtidos por esse autor são próximos aos obtidos com a análise

Bayesina realizada acima.

O Capítulo 2 dessa dissertação resultou em um artigo intitulado Bayesian estimation

of reliability of the eletronic components using censored data from Weibull distribution:

di�erent prior distribution, submetido à revista International Journal of Industrial En-

gineering Production Research.
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Tabela 7: Estimativas a posteriori para R com t = 30 e intervalo de credibilidade de 95%
Estimativas Beta Log Gama Neg. Cópula

Média 0,491 0,499 0,494
Variância 0,016 0,016 0,015
I.Cred. [0,246 ; 0,740] [0,261 ; 0,742] [0,249 ; 0,739]
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Figura 12: Densidades marginais a posteriori para o parâmetro R no instante t = 30.
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3 Elicitação

A elicitação é o processo de transformação do conhecimento de um especialista sobre

alguma quantidade desconhecida na forma de uma distribuição de probabilidade. No

contexto da análise estatística Bayesiana, essa distribuição de probabilidade é geralmente

utilizada como distribuição a priori para um ou mais parâmetros desconhecidos de um

modelo estatístico.

A elicitação é uma parte importante do paradigma Bayesiano, porém, ainda pouco

utilizada. Apesar de trazer grandes contribuições à análise estatística, muitos acreditam

que a elicitação é inviável. Um dos fatores é a di�culdade em representar adequadamente

a opinião do especialista na forma probabilística, outro é o vício algumas vezes encon-

trado nas respostas dos especialistas quando questionados sobre situações que envolvem

incertezas.

O desa�o no processo de elicitação consiste na elaboração de perguntas adequadas

que permitam capturar o conhecimento do especialista e amenizem o possível vício de

suas respostas. Além disso, é necessário uma fase de treinamento para que o especialista

se familiarize com o formato do processo de elicitação.

Existem diversas aplicações das técnicas de elicitação no estudo de situações raras, ou

seja, situações em que não existe uma quantidade relevante de dados disponível. Nesses

casos, a opinião do especialista é fundamental no processo de decisão. Gustafson et al.

(2003) elicitou a opinião de um especialista sobre mudança organizacional, nessa situação

não existiam dados disponíveis. Dominitz (1998) elicitou a opinião de um especialista

sobre futuras remunerações, novamente não existiam dados. Ang e Buttery (1997) elici-

taram avaliações sobre a segurança de usinas nucleares. Laws e O'Hagan (2002) elicitaram

a opinião de um especialista sobre erros no processo de auditoria �nanceira. Alguns ou-

tros exemplos podem ser encontrados em Grisley e Kellogg (1982) sobre aplicações na

agricultura e Coolen et al. (1992) em aplicações na engenharia.

É assumido que o especialista apenas é capaz de de�nir algumas medidas de sua

densidade, tais como mediana, moda, média e percentis. Para traduzir essas informações

na forma de uma distribuição de probabilidade podemos utilizar tanto a metodologia



3.1 O Processo de Elicitação 29

paramétrica quanto a não-paramétrica. Na elicitação paramétrica, o estatístico ajusta as

informações provenientes do especialista a uma distribuição pertencente a alguma família

de distribuições paramétricas. A elicitação não-paramétrica é um procedimento mais

�exível e será abordada no Capítulo 6.

Esse capítulo está organizado da seguinte maneira: Na Seção 3.1, os estágios do pro-

cesso de elicitação são descritos. Algumas técnicas de elicitação paramétrica são abordadas

na Seção 3.2.

3.1 O Processo de Elicitação

Segundo Garthwaite, Kadane e O'Hagan (2005) o processo de elicitação pode ser

dividido em quatro estágios.

1. Consiste na seleção e treinamento do especialista. O treinamento do especialista é

realizado para investigar a precisão de suas especi�cações probabilísticas e familiarizá-lo

com o procedimento estatístico, para aqueles que não o conhecem.

2. A elicitação das especi�cações probabilísticas do especialista. As especi�cações escolhi-

das podem ser momentos da distribuição ou qualquer outra quantidade que o estatístico

acredita que o especialista possa ser capaz de fornecer. Nesse trabalho, alguns percentis

serão elicitados nesse estágio do processo.

3. Ajuste de uma distribuição de probabilidade às especi�cações probabilísticas forneci-

das pelo especialista. A distribuição ajustada é conhecida como densidade estimada do

especialista, pois tal distribuição representa a opinião do especialista.

4. Conhecido como feedback, os resultados do ajuste são apresentados ao especialista que

avalia se sua opinião está sendo bem representada. Se o especialista �car insatisfeito com

os resultados, então retorna-se ao estágio dois e elicita-se mais informações.

O estágio 2 tem sido foco de muitos trabalhos na área da psicometria. Apesar de

existir uma vasta literatura sobre os aspectos psicométricos no processo de elicitação, não

faz parte do objetivo desse trabalho tal estudo. Uma revisão sobre esses aspectos podem

ser encontrada em Daneshkhah (2004).

3.2 Técnicas Paramétricas de Elicitação

Uma das suposições presentes na maior parte das técnicas de elicitação é a de que a

densidade do especialista pertence a alguma família paramétrica. Assim, o foco do estudo
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torna-se a elicitação dos hiperparâmetros da densidade de probabilidade selecionada.

Uma vez obtidas as especi�cações probabilísticas do especialista, o processo de elicita-

ção se completa com o ajuste de uma distribuição a esses dados elicitados. A distribuição

Uniforme é a distribuição mais simples que pode ser ajustada às crenças do especialista.

Nesse caso, o especialista só precisa especi�car um intervalo [a, b] no qual ele acredita que

o parâmetro esteja. Na maioria das vezes, essa distribuição é bastante criticada por ser

muito simples. Ela atribui probabilidade zero para os valores que se encontram fora do

intervalo especi�cado e mesma probabilidade para todos aqueles que pertencem ao inter-

valo. Assim, valores próximos a extremidade do intervalo possuem mesma probabilidade

daqueles que se situam no centro do mesmo.

A distribuição triangular evita o problema de atribuir mesma probabilidade para va-

lores centrais e extremos. Para essa distribuição, o especialista também precisa especi�car

a moda, denotada por m. Então a distribuição assumida possui densidade

f(x) =

{
2 x−a

(b−a)(m−a)
se a ≤ x ≤ m

2 b−x
(b−a)(b−m)

se m ≤ x ≤ b
.

O ajuste dessa distribuição à crença do especialista pode ser melhor do que o encon-

trado com a distribuição uniforme, porém a probabilidade de um valor que não pertence

ao intervalo ainda é zero.

Geralmente, métodos de elicitação mais complicados impõem uma estrutura sobre

a opinião de um especialista, assumindo que seu conhecimento pode ser representado

adequadamente por uma distribuição de probabilidade mais complexa do que a uniforme

e a triangular.

Essas distribuições de probabilidade são controladas por um ou mais parâmetros (co-

nhecidos como hiperparâmetros). Assim, o processo de elicitação consiste em escolher

adequadamente valores para esses hiperparâmetros que consigam capturar as principais

característica da opinião do especialista.

3.2.1 Ajustando a distribuição Beta

A distribuição Beta é bastante utilizada para representar o conhecimento do espe-

cialista para determinadas quantidades de interesse, por exemplo R(t). Se X possui

distribuição Beta com parâmetros l e k, então sua função densidade de probabilidade é

dada por

f(x) =
1

B(l, k)
xl−1(1− x)k−1 0 < x < 1, (3.1)
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e

E(X) =
l

l + k
e V ar(X) =

lk

(l + k)2(l + k + 1)
. (3.2)

A distribuição Beta possui dois parâmetros que não devem ser elicitados diretamente,

visto que é impraticável esperar que o especialista entenda a função dos parâmetros de

uma distribuição de probabilidade. Porém, a média e a variância da distribuição Beta

possuem relação direta com seus parâmetros. Assim, elicitando os valores da média e

variância podemos determinar os valores de l e k. Contudo, a elicitação dos momentos de

uma distribuição é muito criticada (veja Garthwaite, Kadane e O'Hagan, 2005).

Alguns pesquisadores como Beach e Swenson (1966), Peterson e Miller (1964) e Spen-

cer (1961) investigaram a habilidade das pessoas em fornecer medidas de tendência central.

Uma amostra de números foi exibida para alguns indivíduos para que estimassem a média,

a moda e a mediana. Os pesquisadores observaram que quando a distribuição da amostra

era aproximadamente simétrica, as estimativas dessas três medidas eram precisas. Porém,

o mesmo não acontecia quando a distribuição da amostra era assimétrica. Por exemplo,

os pesquisadores Peterson e Miller (1964) observaram que quando a distribuição era as-

simétrica à direita, as avaliações da mediana e da moda foram razoavelmente precisas,

porém as avaliações da média foram tendenciosas.

A elicitação da variância é ainda mais criticada. Em estudos onde a estimativa da

variância foi requisitada ao especialista, os pesquisadores perceberam que as pessoas têm

muita di�culdade em entender o signi�cado da variância e atribuir valores numéricos a

ela. Assim, a variância não deve ser elicitada diretamente.

Um método apresentado em O'Hagan (1998) utilizado para ajustar qualquer distribui-

ção à opinião do especialista, evita a elicitação da variância. Em um primeiro momento,

esse método requer a elicitação da moda (m̂), do limite inferior (̂i) e do superior (ŝ) da dis-

tribuição do especialista. No próximo estágio as seguintes probabilidades são requeridas

do especialista

p1 = P (̂i < X < m̂),

p2 = P

(
î < X <

î+ m̂

2

)
,

p3 = P

(
m̂+ ŝ

2
< X < ŝ

)
,

p4 = P

(
î < X <

î+ 3m̂

4

)
,

p5 = P

(
ŝ+ 3m̂

4
< X < ŝ

)
.
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As probabilidades foram requisitadas nessa ordem para minimizar o vício. Além disso,

a escolha desses intervalos evita que o especialista avalie pequenas probabilidades. Para

fornecer uma melhor elicitação do centro da distribuição, os intervalos são menores em

torno da moda.

Posteriormente as respostas são convertidas em seis probabilidades, descritas como:

q1 = P

(
î < X <

î+ m̂

2

)
= p2,

q2 = P

(
î+ m̂

2
< X <

î+ 3m̂

4

)
= p4 − p2,

q3 = P

(
î+ 3m̂

4
< X < m̂

)
= p1 − p4,

q4 = P

(
m̂ < X <

3m̂+ ŝ

4

)
= 1− p1 − p5,

q5 = P

(
3m̂+ ŝ

4
< X <

m̂+ ŝ

2

)
= p5 − p3,

q6 = P

(
m̂+ ŝ

2
< X < ŝ

)
= p3.

Para o caso da distribuição Beta, temos î = 0 e ŝ = 1. Para selecionar a distribuição

Beta(l̂, k̂) que melhor representa a opinião do especialista, podemos utilizar o método

descrito a seguir.

• São escolhidos n possíveis valores para l̂ e w possíveis valores para k̂.

• Apenas os pares l̂ e k̂ que satisfazem l̂i−1

l̂i+k̂j−2
= m̂, i = 1, . . . , n e j = 1, . . . , w, são

selecionados. Assim, teremos r pares de valores l̂ e k̂.

• Para os r pares, consideramos que X ∼Beta(l̂u, k̂u), u = 1, . . . , r e calculamos

q1, q2, . . . , q6.

• Para os r pares, a soma de quadrados das diferenças entre as probabilidades elici-

tadas e as probabilidades da distribuição Beta(l̂u, k̂u) são calculadas.

• Os valores de l̂ e k̂ que possuem a menor soma de quadrados das diferenças são

escolhidos como estimativas de l e k.

Uma revisão sobre métodos que podem ser utilizados para ajustar a distribuição Beta

à opinião do especialista é feita em Hughes e Madden (2002). Entre os métodos descritos,

podemos destacar o de Fox (1966) e Gross (1971).
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No método de Fox (1966) o especialista é solicitado a fornecer uma estimativa para

a moda de sua distribuição, denotada por m̂ e a probabilidade p de X pertencer ao

intervalo [m̂ − Zm̂, m̂ + Zm̂], em que 0 < Z < 1 é dado ao especialista. As estimativas

dos parâmetros, l e k, são encontradas através das seguintes equações

l̂ − 1

l̂ + k̂ − 2
= m̂,∫ m̂+Zm̂

m̂−Zm̂

1

B(l̂, k̂)
xl̂−1(1− x)k̂−1dx = p.

Tais equações podem ser resolvidas da mesma forma utilizada no método proposto por

O'Hagan, porém o número de probabilidades elicitadas é apenas um e não seis.

O método de Gross (1971) sugere que o especialista forneça a média de sua distribuição

(x) e a probabilidade p de X pertencer ao intervalo [0, Zx], em que 0 < Z < 1 é dado ao

especialista pelo estatístico. As equações obtidas são

l̂

l̂ + k̂
= x,∫ Zx

0

1

B(l̂, k̂)
xl̂−1(1− x)k̂−1dx = p.

E também podem ser resolvidas da mesma forma utilizada no método proposto por

O'Hagan, mas os valores de l e k selecionados serão aqueles que satisfazem l̂i
l̂i+k̂j

= x.

Exemplo 4: Suponha que a densidade verdadeira do especialista é a distribuição Beta

com parâmetros l = 4, 45 e k = 2, 05, dada por

f(x) =
1

B(4, 45, 2, 05)
x3,45(1− x)1,05. (3.3)

Assumimos que o especialista seja capaz de fornecer as especi�cações probabilísticas

exatas de sua distribuição. Assim, é possível fazer a comparação dos métodos propostos

por O'Hagan, Fox e Gross.

Utilizando o método de O'Hagan e a densidade (3.3) temos que

m̂ = 0, 77,

q1 =

∫ m̂
2

0

f(p)dp = 0, 06,

q2 =

∫ 3m̂
4

m̂
2

f(p)dp = 0, 20,

q3 =

∫ m̂

3m̂
4

f(p)dp = 0, 39,
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q4 =

∫ 3m̂+1
4

m̂

f(p)dp = 0, 13,

q5 =

∫ m̂+1
2

3m̂+1
4

f(p)dp = 0, 11,

q6 =

∫ 1

m̂+1
2

f(p)dp = 0, 11.

Utilizando esse método, os parâmetros da distribuição Beta selecionados foram l̂ =

4, 43 e k̂ = 2, 05.

Utilizando o método de Fox e a densidade apresentada em (3.3) temos

m̂ = 0, 77,

∫ 11m̂
10

9m̂
10

f(p)dp = 0, 34,

com Z = 0, 1. Os parâmetros escolhidos foram l̂ = 4, 08 e k̂ = 1, 9.

Utilizando o método de Gross e a densidade apresentada em (3.3) temos

x = 0, 68,

∫ x
2

0

f(p)dp = 0, 45,

para Z = 0, 5. Os parâmetros da distribuição Beta selecionados foram l̂ = 2, 29 e k̂ = 1, 1.
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Figura 13: A verdadeira função densidade do especialista (linha sólida), a função densi-
dade resultante do método de O'Hagan (linha tracejada), a função densidade resultante
do método de Fox (linha pontilhada) e a função densidade resultante do método de Gross
(linha tracejada e pontilhada).
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Observando a Figura 13 vemos que o método de Gross apresentou o pior desempenho.

Já os métodos de O'Hagan e Fox produziram melhores resultados, as duas distribuições

têm a mesma moda da distribuição verdadeira do especialista. Além disso, a assimetria

de ambas são similares à assimetria da distribuição verdadeira.

3.2.2 Outros Métodos de Elicitação

Outras três técnicas de elicitação da distribuição de probabilidade do especialista são

descritas em Winkler (1967).

1. O primeiro método é conhecido como método da amostra a priori equivalente (equi-

valent prior sample method - EPS ). O especialista é solicitado a determinar n e

s, tal que seu conhecimento seria aproximadamente equivalente a ter observado,

por exemplo, exatamente "s"ursos fêmeas em uma amostra aleatória de tamanho

"n"de ursos de determinada espécie. Então a distribuição a priori é uma Beta com

parâmetros "s"e "n− s".

2. O método da função distribuição acumulada (cumulative distribution function method

- CDF ) requer que o especialista forneça diversas especi�cações probabilísticas,

como a mediana e alguns percentis de sua distribuição. Esses valores são represen-

tados gra�camente e uma suave distribuição acumulada pode ser retirada através

deles. Então o feedback é realizado com o especialista para veri�car se o mesmo

concorda com os valores de outros percentis não elicitados, comprovando assim a

adequação da curva ajustada com sua opinião.

3. No método da função densidade de probabilidade (probability density function method

- PDF ) é solicitado ao especialista a moda da sua distribuição e alguns pontos pró-

ximos a ela. Posteriormente, a densidade do especialista é esboçada unindo-se os

pontos elicitados. Segundo Goshing (2005) a validade desse método é questionável,

por exigir que o especialista possua um grande conhecimento em estatística.

Enquanto o método da amostra a priori equivalente é geralmente restrito a elicita-

ção de proporções, os métodos da função distribuição acumulada e da função densidade

de probabilidade podem ser utilizados para elicitar a distribuição de qualquer variável

aleatória contínua.

Outro método discutido na literatura é o da bisecção. Segundo O'Hagan, Garthwaite

e Kadane (2005) esse método consiste na seguinte sequência de perguntas:

1. Seja X a quantidade desconhecida de interesse. Determine um valor (a mediana do

especialista) tal que X é igualmente provável ser maior ou menor do que esse ponto.
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2. Supondo que o valor de X está abaixo da mediana especi�cada anteriormente, de-

termine um novo valor (quartil inferior) tal que é igualmente provável que X seja

menor ou maior do que esse valor.

3. Supondo que o valor de X está acima da mediana especi�cada na pergunta 1,

determine um novo valor (quartil superior) tal que seja igualmente provável que X

seja menor ou maior do que esse valor.
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4 Elicitação em Análise de

Con�abilidade

No contexto de análise de con�abilidade, aplicações da elicitação podem ser encon-

tradas em Martz e Waller (1982), Singpurwalla (1988) e Coolen (1992).

Existem algumas técnicas de elicitação aplicadas à análise de con�abilidade. A téc-

nica de elicitação, proposta por Weiler (1965), para a seleção de uma distribuição Beta

é descrita na Seção 4.1. Uma outra técnica, proposta nessa dissertação, que utiliza a

elicitação da função de con�abilidade da distribuição Weibull para determinação dos hi-

perparâmetros da distribuição conjunta a priori é apresentada na Seção 4.2.

4.1 Elicitação da distribuição Beta

O método apresentado por Weiler (1965) é um dos métodos capazes de utilizar as

informações sobre média e percentis para a seleção da distribuição Beta (parâmetros l e

k) como priori.

Essa técnica é válida nas seguintes situações:

• Quando a esperança da con�abilidade, E(R), e a probabilidade p,

P
(
R > E(R)

)
= p,

são conhecidas.

• Quando as probabilidades, pa e pb, dado Ra e Rb,

P (R > Ra) = pa e P (R < Rb) = pb

são conhecidas.

A técnica é implementada através dos seguintes passos:
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1. De�na a média a priori da con�abilidade R1 (R1 = E(R));

2. Determine o 95◦ percentil, denotado por R2. Em outras palavras, determine o valor

R2 tal que, antes da execução do teste, existe uma chance de 5% da con�abilidade

R ser maior do que R2, ou seja, P (R > R2) = 0.05;

3. Determine o 5◦ percentil, denotado por R3, P (R < R3) = 0.05. Ou seja, indi-

que o valor R3 tal que, antes da realização do teste, existe uma chance de 5% da

con�abilidade R ser menor do que R3.

4. Utilize a Tabela C1 (disponível em Martz e Waller, 1982), e o par de valores (R1, R2)

para determinar l e k.

5. Utilize a Tabela C2 (disponível em Martz e Waller, 1982), e o par de valores (R1, R3)

para determinar l e k.

Geralmente, qualquer par de valores, (R1, R2) ou (R1, R3) são su�cientes para deter-

minar unicamente os parâmetros l e k.

Exemplo 5: Suponha que a média a priori da con�abilidade supostamente seja 0, 80. E

acredita-se que a chance da con�abilidade verdadeira a priori exceda 0,98 é de 5%. Então

R1 = 0, 80 e R2 = 0, 98. (4.1)

A Tabela C1 mostra que os correspondentes parâmetros são l = 4, 95117 e k =

6, 18896. Assim, R ∼Beta(4, 95117, 6, 18896).

Exemplo 6: Suponha que a média a priori da con�abilidade supostamente seja 0, 96. E

acredita-se que a chance da con�abilidade verdadeira a priori ser menor do que 0,75 é de

5%. Então

R1 = 0, 96 e R3 = 0, 75. (4.2)

De acordo com a Tabela C2, a distribuição Beta com parâmetros l = 2, 55812 e

k = 2, 66470 é a escolhida como distribuição a priori.

4.2 Elicitação da Con�abilidade da distribuição Wei-

bull

Nesta seção propomos um método alternativo para elicitação da con�abilidade. A

metodologia proposta aqui pode ser aplicada à qualquer outra distribuição. Supondo

que os dados são provenientes da distribuição Weibull e assumindo distribuições a priori
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Gamas para seus parâmetros, elicitamos alguns valores da con�abilidade e então, com base

nessas informações, determinamos os hiperparâmetros da distribuição a priori conjunta.

Como já exposto no Capítulo 2, a distribuição Weibull é uma das distribuições mais

utilizadas na análise de con�abilidade. Sua função densidade é dada por

f(x) =
β

α

(x
α

)β−1

exp

{
−
(x
α

)β}
,

dependendo dos parâmetros α e β.

Para a distribuição Weibull, a função de con�abilidade é dada por

R(t) = exp

{
−
(
t

α

)β}
.

Sua função de verossimilhança pode ser escrita como

L(α, β|x) =

(
β

α

)n n∏
i=1

(xi
α

)β−1

exp

{
−

n∑
i=1

(xi
α

)β}
. (4.3)

Pode-se assumir que α e β são independentes e com uma distribuição a priori Gama(a, b)

e Gama(c, d), respectivamente. Dessa forma, a distribuição conjunta a priori é dada por

π(α, β) =
bd

Γ(a)Γ(b)
(bα)a−1(dβ)c−1exp{−(bα + dβ)}, (4.4)

em que a, b, c e d são os hiperparâmetros. Se não existe informação previamente disponível,

os hiperparâmetros podem assumir o valor 0,01.

A distribuição a posteriori é então dada por

p(α, β|x) ∝
(
β

α

)n n∏
i=1

(xi
α

)β−1

exp

{
−

n∑
i=1

(xi
α

)β}
(bα)a−1(dβ)c−1exp{−(bα + dβ)}.

(4.5)

4.2.1 O método

Alguns autores propuseram métodos de elicitação de distribuições conjuntas a priori

para α e β, como Kaminskiy e Krivtsov (2005). Porém, a maioria desses métodos requer

a elicitação de momentos de segunda ordem ou a elicitação de hiperparâmetros, o que

torna sua aplicação prática inviável.

Também é impraticável esperar que o especialista seja capaz de estabelecer valores

da densidade a priori, pois sabemos que não é fácil responder perguntas como "qual é
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a probabilidade da variável de interesse assumir um certo valor". O mais razoável seria

pedirmos probabilidades, como P (θ ≤ x), ou seja, perguntarmos "qual o valor que a

variável poderia assumir para uma certa probabilidade"(Qing,1998).

Dessa forma, no processo de elicitação da con�abilidade R(t), pedimos ao especialista

um domínio de valores do qual ele acredita que R pertence com uma probabilidade espe-

ci�cada. Por exemplo, se a probabilidade dada é 0,25, então o especialista fornece o valor

de "t"para qual ele acredita que existe uma chance de 25% do tempo de vida do item em

estudo ser maior do que "t".

Assim, k valores Rt1 , Rt2 , . . . , Rtk são escolhidos e então o especialista fornece os cor-

respondentes t1, t2, . . . , tk, tal que

Rtj = P (T ≥ tj) j = 1, . . . , k. (4.6)

A escolha das probabilidades que serão pedidas é uma tarefa importante. Os percentis

geralmente utilizados na literatura são 10o, 25o, 50o e 75o percentis.

Segundo Kadane e Wolfson(1998), consideramos que o especialista é capaz de fornecer

valores da con�abilidade, incondicionais a α e β. Assim, assumimos que os valores da

con�abilidade provenientes do especialista devem ser de�nidos em relação a densidade

preditiva a priori, ou seja, a densidade a priori dos plausíveis tempos de vida,

P (T ≥ ti) =

∫ ∞
0

∫ ∞
0

P (T ≥ ti|α, β)π(α, β)dαdβ

=
bd

Γ(a)Γ(b)

∫ ∞
0

∫ ∞
0

(bα)a−1(dβ)c−1exp{−(bα + dβ)}exp

{
−
(
ti
α

)β}
dαdβ

(4.7)

com i = 1, . . . , 4. Observe que haverá quatro expressões (4.7), uma para cada percentil

elicitado.

Imagine que uma particular escolha de P (T ≥ ti) resultará em (4.7), correspondendo

às crenças que o especialista possui sobre a con�abilidade. Como R, apresentado em (2.3),

é função de α e β, a escolha de P (T ≥ ti) descreve implicitamente a crença do especialista

sobre os parâmetros α e β.

Utilizando a aproximação de Laplace (ver Kadane e Tierney, 1986) na expressão (4.7),

que não possui solução analítica, obtém-se

R(ti) = 2π
bd

Γ(a)Γ(b)
exp

{
−
(
ti
α̂

)β̂}
(bα̂)a−1(dβ̂)c−1exp{−(bα̂ + dβ̂)} α̂β̂√

(a− 1)(c− 1)
,

(4.8)
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em que α̂ = a−1
b

e β̂ = c−1
d

com a > 1, c > 1, i = 1, . . . , 4. Dessa forma, obtém-

se um sistema não linear de quatro equações e quatro incógnitas a, b, c e d. Assim,

é possível determinar os hiperpâremetros da distribuição a priori apresentada em (4.4).

Esse sistema não linear pode ser resolvido, no software R, através do pacote "BB"com o

comando "BBsolve".

Exemplo 7: Para ilustrar o método proposto, foram geradas amostras de uma distribui-

ção Weibull com parâmetros α = 4 e β = 1, 3.

Para ilustrar o caso onde existe informação de um especialista disponível, os percentis

10o, 25o, 50o e 75o foram elicitados utilizando-se o quantil de uma distribuição Weibull com

α = 4 e β = 1, 3. Assim, as probabilidades obtidas são exatas e o valor dos hiperparâme-

tros da distribuição conjunta a priori de�nida em (4.4) são: a = 8, 81, b = 1, 95, c = 2, 14

e d = 0, 87. Porém, é muito difícil que o especialista, apesar de conhecer bastante sobre o

assunto, consiga fornecer as probabilidades exatas. Dessa forma, atribui-se um erro aleató-

rio N(0, 1) para cada uma das probabilidades. Nesse caso, os valores dos hiperpârametros

são: a = 4, 37, b = 0, 91, c = 2, 27 e d = 1, 24.

Para mostrar o caso em que não existe informação prévia, os hiperparâmetros esco-

lhidos são a = b = c = d = 0, 01, pois sabe-se que a distribuição a priori dada em (4.4)

torna-se não informativa.

Foram geradas mil amostras de tamanho 3, mil amostras de tamanho 6 e mil amostras

de tamanho 10 de uma distribuição Weibull com parâmetros α = 4 e β = 1, 3. Para cada

uma das três mil amostras consideradas, uma cadeia com 10000 iterações foi gerada no

pacote estatístico R, com o objetivo de simular amostras dos valores de α, β e R. As

exigências de convergência foram checadas através dos grá�cos de autocorrelação e série de

tempo. A Tabela 9 mostra as estimativas dos parâmetros desconhecidos, suas variâncias,

erro quadrático médio e a média dos intervalos de credibilidade de 95% para os diferentes

tamanhos de amostra.

As estimativas, onde a elicitação e a elicitação com erro foram utilizadas, aproximaram-

se mais do verdadeiro valor quando a amostra é de tamanho 3 e apresentaram uma vari-

ância menor se comparadas com aquelas obtidas utilizando priori não informativa, como

era esperado. À medida que o n cresce, a performance das prioris assemelha-se.

Podemos estimar a função de con�abilidade utilizando os três tipos de prioris - elici-

tação, elicitação com erro e não informativa - e sabendo que a função de con�abilidade

verdadeira é dada por

R(t) = exp

{
−
(
t

4

)1,3
}
, (4.9)

é possível comparar as funções de con�abilidade estimadas com a verdadeira.
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Tabela 8: Estimativas dos parâmetros α = 4, β = 1, 3.
amostra Método Média Var EQM I.Cred.

n=3

Elicitação
α̂ 4,37 1,34 0,83 [2,84 ; 6,10]
β̂ 1,71 0,60 0,51 [0,84 ; 3,11]

Elicitação com erro
α̂ 4,45 2,31 1,36 [2,46 ; 6,67]
β̂ 1,93 0,79 1,00 [0,87 ; 3,92]

Não Informativa
α̂ 5,62 82,98 11,92 [1,69 ; 11,37]
β̂ 2,02 3,80 6,79 [0,55 ; 07,28]

n=6

Elicitação
α̂ 4,37 1,02 0,78 [2,86 ; 6,06]
β̂ 1,64 0,28 0,42 [0,94 ; 2,98]

Elicitação com erro
α̂ 4,38 1,02 0,78 [2,87 ; 6,06]
β̂ 1,64 0,28 0,42 [0,93 ; 2,96]

Não Informativa
α̂ 4,56 6,95 2,40 [2,12 ; 7,82]
β̂ 1,49 0,35 6,79 [0,75 ; 3,13]

n=10

Elicitação
α̂ 4,27 0,75 0,54 [2,98 ; 5,78]
β̂ 1,52 0,14 0,22 [0,96 ; 2,48]

Elicitação com erro
α̂ 4,28 1,00 0,73 [2,82 ; 6,03]
β̂ 1,47 0,14 0,17 [0,93 ; 2,32]

Não Informativa
α̂ 4,21 1,77 1,05 [2,51 ; 6,49]
β̂ 1,42 0,16 0,21 [0,85 ; 2,44]

Para cada um dos valores das cadeias de α e β, utilizando (4.9), calculamos a con�abi-

lidade R para diversos valores de t. Calculando a média das estimativas da con�abilidade

para cada t, obtivemos a função de con�abilidade estimada (linha sólida e colorida), o

intervalo de credibilidade de 95%(linha tracejada e colorida) e a função de con�abilidade

verdadeira (linha sólida e preta) para amostras de tamanho 3, 6 e 10 apresentadas nas

Figuras 14, 15 e 16.

Para n = 3, a função de con�abilidade estimada que utiliza a elicitação é a que mais

se aproxima da função verdadeira. Ela possui também o menor intervalo de credibilidade.

Para n = 6, as funções de con�abilidade estimadas tornaram-se mais parecidas umas

com as outras. E os intervalos de credibilidade se aproximaram mais da função de con-

�abilidade estimada. Já para n = 10, as funções de con�abilidade estimadas são muito

similares.

O processo de elicitação proposto aqui melhora a análise do tempo de vida, princi-

palmente quando a amostra é pequena. Para amostras grandes, em que temos bastante

informações provenientes dos dados, a contribuição da elicitação não é tão perceptível.
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Figura 14: Funções de con�abilidade estimadas (sólidas e coloridas), intervalo de credi-
bilidade de 95% (tracejadas e coloridas) e função de con�abilidade verdadeira (sólida e
preta) para n=3.
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Figura 15: Funções de con�abilidade estimadas (sólidas e coloridas), intervalo de credi-
bilidade de 95% (tracejadas e coloridas) e função de con�abilidade verdadeira (sólida e
preta) para n=6.
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Figura 16: Funções de con�abilidade estimadas (sólidas e coloridas), intervalo de credi-
bilidade de 95% (tracejadas e coloridas) e função de con�abilidade verdadeira (sólida e
preta) para n=10.
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5 Inferência Bayesiana

Não-Paramétrica

A inferência paramétrica restringe a densidade (ou qualquer outra função) que dese-

jamos estimar a uma família de dimensão �nita, geralmente a família exponencial, que

pode ser completamente especi�cada por alguns parâmetros. Dessa forma, a inferência

sobre essa distribuição se reduz a um problema de estimação de parâmetros (MOALA,

2006).

Apesar da inferência paramétrica ser exaustivamente utilizada nas análises estatísti-

cas, as suposições inerentes a essa metodologia limitam drasticamente os tipos de den-

sidades que podem ser representadas. Por exemplo, algumas suposições para o uso da

distribuição normal são a unimodalidade e a simetria da função de interesse. Assim,

quando a função desconhecida f possui características como multi-modalidade, assime-

tria, caudas pesadas, sensibilidade a outliers, entre outros, o uso da tradicional modelagem

paramétrica torna-se difícil ou até mesmo inaceitável.

A necessidade de uma modelagem mais �exível fez com que a inferência Bayesiana

não-paramétrica fosse bastante difundida nos últimos anos. Isso se deve a sua capacidade

em lidar com complexos problemas e produzir boas inferências que não dependem de

especi�cações paramétricas restritivas. Segundo Rasmussen e William (2006), ao invés

de restringir a função desconhecida f a uma classe de funções, como é feito na inferência

paramétrica, a inferência não-paramétrica é uma abordagem que (falando de maneira

pouco rigorosa) fornece uma probabilidade a priori para todas as possíveis funções, em

que altas probabilidades são atribuídas a funções mais prováveis. Assim, funções muito

diferentes de nossa convicção a priori não são excluídas, são apenas menos prováveis.

A metodologia não-paramétrica permite uma modelagem �exível da função desconhe-

cida f que pode ser a função de sobrevivência, a função de risco, a função densidade de

probabilidade, entre outras. A única suposição existente é de que a função f pertence a

uma apropriada classe de funções denotada por C.

Sob o enfoque Bayesiano, a função f é considerada aleatória. Uma função aleatória é

uma função escolhida aleatoriamente de uma família de possíveis funções. A combinação
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da metodologia Bayesiana com a estatística não-paramétrica requer a construção de prioris

no espaço das funções. Uma priori sobre o espaço das funções pode ser vista como um

processo estocástico que assume valores no espaço das funções dado (CHOUDHURI et al,

2005 apud MOALA, 2006).

Diversos tipos de processos estocásticos podem ser utilizados como prioris no espaço

de funções. Dentre todos os processos aleatórios, o processo Gaussiano é um dos mais

simples e atrativos por possuir características muito úteis na modelagem Bayesiana.

Esse capítulo está organizado da seguinte forma: Na Seção 5.1, são apresentadas

algumas noções de processos estocásticos. O processo Gaussiano é discutido na Seção 5.2.

Na Seção 5.3 são abordadas algumas funções de covariância que podem ser especi�cadas

em um processo Gaussiano. A utilização da inferência Bayesiana sobre um processo

Gaussiano é abordada na Seção 5.4.

5.1 Processos Estocásticos

Segundo Moala (2006), a inferência Bayesiana não-paramétrica refere-se a modelos

probabilísticos no espaço de funções, onde as funções desconhecidas são tratadas como

funções aleatórias. Assim, é necessário que as distribuições de probabilidade pertençam

a uma família de funções em que a distribuição a priori e a posteriori sejam processos

estocásticos.

A noção de um processo estocástico é uma extensão do conceito de variável aleatória.

O comportamento de uma variável ou vetor aleatório é descrito por uma distribuição de

probabilidade. Já as propriedades de funções aleatórias (ou seja, uma distribuição de

probabilidade de funções) são descritas por um processo estocástico.

De�nição 1: Seja um experimento aleatório de�nido em um espaço de probabilidade

(Ω, P,=). Suponha também que para cada evento ω em Ω, de acordo com certa regra,

associamos uma função

f(t, ω) t ∈ T ⊂ Rn (5.1)

A Figura 17 ilustra a interpretação de um processo estocástico visto como uma família

de variáveis aleatórias. Note que a trajetória observada empiricamente não precisa neces-

sariamente passar pelas médias das distribuições probabilísticas, passando ao invés disto

por pontos aleatórios pertencentes a distribuição probabilística representativa da variável

no dado instante.

Segundo Papoulis (1965), um processo estocástico pode ser visto como uma função de

duas variáveis t e ω. Para t �xo, f(t, ω) é uma variável aleatória com uma distribuição de
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Figura 17: Processo estocástico interpretado como uma família de variáveis aleatórias.
Fonte: Camposilvan (2003)

probabilidade. Em contrapartida, se ω é �xo, f(t, ω) é uma função do tempo e é chamada

de função amostral ou realização do processo. Quando t e ω são �xados, f(t, ω) é um

número real.

Dada uma coleção �nita de tempos t1, t2, . . . , tn então f(t1), f(t2), . . . , f(tn) consti-

tuem um conjunto de variáveis aleatórias com distribuição conjunta de probabilidade.

O propósito do estudo de processos estocásticos é a especi�cação de uma distribuição

conjunta de probabilidade adequada ao fenômeno em estudo para que se possa prever o

comportamento do processo futuro.

Existem diversos tipos de processos estocásticos como o processo Gaussiano, o pro-

cesso de Poisson, o processo Markoviano, entre outros. O processo de interesse nesse

trabalho é o Gaussiano e será apresentado com mais detalhes na próxima seção. Informa-

ções sobre os demais processos podem ser encontrados em Papoulis (1965).

5.2 Processo Gaussiano

O processo Gaussiano é um dos processos aleatórios mais importantes encontrados na

literatura e suas aplicações estendem-se a diversas áreas da pesquisa. Isso ocorre porque

esse processo é capaz de representar diversos fenômenos da natureza apropriadamente.

Além disso, a facilidade de manipulação matemática de um processo Gaussiano torna-o

atrativo nas pesquisas.

As técnicas que envolvem o processo Gaussiano na realização de inferências sobre uma

função desconhecida estão cada vez mais populares. Esses métodos foram introduzidos

por O'Hagan (1978), entre outros.
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5.2.1 Propriedades da distribuição Normal

Antes de iniciarmos a discussão sobre o processo Gaussiano é importante apresen-

tarmos algumas propriedades da distribuição Normal multivariada que nos auxiliarão no

entendimento de resultados referentes a esse processo.

A densidade de probabilidade da distribuição Normal multivariada pode ser escrita

como

g(x) =
|Σ|− 1

2

(2π)
n
2

exp

{
−1

2
(x−m)T |Σ|−1(x−m)

}
, (5.2)

em que m é o vetor de média de dimensão n× 1 e Σ é a matriz de covariância (simétrica

e positiva de�nida) de dimensão n× n.

Considere a partição (X1,X2) do vetor X, então(
X1

X2

)
∼ N

[(
µ(x1)

µ(x2)

)
,

(
Σx1x1 Σx1x2

Σx2x1 Σx2x2

)]
. (5.3)

A distribuição condicional de X2 dado X1 é(
X2|X1 = x1

)
∼ N

(
µ(x2) + Σx2x1Σ

−1
x1x1

(
x1 − µ(x1)

)
,Σx2x2 − Σx2x1Σ

−1
x1x1

Σx1x2

)
. (5.4)

A demonstração completa desse resultado pode ser encontrada em Press (1972).

Teorema 2: Se X|µ ∼ N(µ,Σ) sendo Σ conhecido e µ ∼ N(µ0,Σ0), então µ|x ∼
N(µ1,Σ1) em que

µ1 = Σ1(Σ−1x + Σ−1
0 µ0) e Σ−1

1 = Σ−1 + Σ−1
0 .

Demonstração: p(µ|x) ∝ p(x|µ,Σ)p(µ)

∝ (2π)−
n
2 |Σ|−

1
2 exp

{
−1

2
(x− µ)tΣ−1(x− µ)

}
(2π)−

n
2 |Σ0|−

1
2 ×

× exp

{
−1

2
(µ− µ0)tΣ−1

0 (µ− µ0)

}
∝ exp

{
−1

2

[
(x− µ)tΣ−1(x− µ) + (µ− µ0)tΣ−1

0 (µ− µ0)
]}

= exp

{
−1

2

(
xtΣ−1x− 2xtΣ−1µ+ µtΣ−1µ+ µtΣ−1

0 µ− 2µtΣ−1
0 µ0 + µt0Σ−1

0 µ0

)}

∝ exp

−1

2

[
µt(Σ−1 + Σ−1

0︸ ︷︷ ︸
Σ−1

1

)µ− 2µt(Σ−1x + Σ−1
0 µ0)

]
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= exp

−1

2

[
µtΣ−1

1 µ− 2µtΣ−1
1 Σ1(Σ−1x + Σ−1

0 µ0)︸ ︷︷ ︸
µ1

−µt1Σ−1µ1 + µt1Σ−1µ1

]
∝ exp

{
−1

2

[
µtΣ−1

1 µ− 2µtΣ−1
1 µ1 + µt1Σ−1µ1

]}
= exp

{
−1

2
(µ− µ1)tΣ−1

1 (µ− µ1)

}
,

que é o núcleo de uma distribuição Normal com vetor de média µ1 = Σ1(Σ−1x+ Σ−1
0 µ0)

e matriz de covariância Σ−1
1 = Σ−1 + Σ−1

0 .

5.2.2 De�nição de um processo Gaussiano

Um processo Gaussiano pode ser visto como uma generalização da distribuição Nor-

mal sobre um espaço n-dimensional. Da mesma forma como a distribuição Normal é

especi�cada por sua média e variância, um processo Gaussiano é especi�cado por sua

função média e sua função de covariância.

As variáveis aleatórias individuais em um vetor com distribuição Normal são indexadas

por suas posições no vetor. Para um processo Gaussiano é o argumento t (da função

aleatória f(t)) que desempenha o papel de índice, ou seja, para cada valor de t existe uma

variável aleatória associada (f(t)).

De�nição 2: Uma função aleatória f(t) é dita seguir um processo Gaussiano com função

média m(x) e função covariância C(t, t∗), se qualquer conjunto �nito de valores da função

é um vetor aleatório normalmente distribuído, isto é, se para qualquer t1, t2, . . . , tn, n =

1, 2, . . ., tem-se que

f ∼ Nn(m,Σ), (5.5)

em que

f =


f(t1)

f(t2)
...

f(tn)

 ,m =


m(t1)

m(t2)
...

m(tn)

 ,Σ =


C(t1, t1) C(t1, t2) . . . C(t1, tn)

C(t2, t1) C(t2, t2) . . . C(t2, tn)
...

...
. . .

...

C(tn, t1) C(tn, t2) . . . C(tn, tn)

 .
A notação usual é

f(.) ∼ PG
(
m(.), C(., .)

)
. (5.6)

A função média fornece a média do processo ao longo do tempo e é dada por E
(
f(t)

)
=

m(t). É importante ressaltar que as realizações do processo se localizarão, com maior

frequência, em torno da função média.
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A função de covariância, dada por Σ(t, t∗) = C(t, t∗) = E
[(
f(t) − m(t)

)(
f(t∗) −

m(t∗)
)]
, pode ser vista como uma medida da dispersão das possíveis realizações do pro-

cesso.

O Exemplo 8, proposto por Rasmussen (2004), ilustra um processo Gaussiano especi-

�cado por sua função média m(t) e função covariância C(t, t∗), que expressa a covariância

entre os valores da função f(.) no ponto t e t∗.

Exemplo 8 Considere o Processo Gaussiano com função média

m(t) =
1

4
t2, (5.7)

e função de covariância dada por

C(t, t∗) = exp

{
−1

2
(t− t∗)2

}
. (5.8)

Seleciona-se um conjunto �nito de pontos t = (t1, . . . , tn) e calcula-se o vetor de médias

e a matriz de covariância dadas em (5.7) e (5.8), que de�ne uma distribuição Gaussiana

multivariada com vetor de médias

µi = m(ti) =
1

4
t2i i = 1, . . . , n

e matriz de covariância com elementos

Σij = C(ti, tj) = exp

{
−1

2
(ti − tj)2

}
i, j = 1, . . . , n.

Assim, a distribuição conjunta dos valores da função f(t) para os correspondentes t′s é
f(t1)

f(t2)
...

f(tn)

∼ Nn(µ,Σ) (5.9)

em que

µ =


1
4
t21

1
4
t22
...

1
4
t2n

 e Σ =


exp

{
−1

2
(t1 − t1)2

}
. . . exp

{
−1

2
(t1 − tn)2

}
exp

{
−1

2
(t2 − t1)2

}
. . . exp

{
−1

2
(t2 − tn)2

}
...

. . .
...

exp
{
−1

2
(tn − t1)2

}
. . . exp

{
−1

2
(tn − tn)2

}

 .

A partir da geração de vetores aleatórios da distribuição Normal de�nida em (5.9), é

possível obter funções aleatórias, visto que, temos agora um modelo probabilístico para
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f(t).

A Figura 18 mostra três funções retiradas aleatoriamente do processo Gaussiano de-

�nido nesse exemplo.
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Figura 18: Três funções aleatórias retiradas do processo Gaussiano e sua função média
(linha sólida).

5.3 Funções de Covariância

A função de covariância desempenha um importante papel em um processo Gaussiano,

pois possui característica única e determina as propriedades das funções amostrais. A

escolha adequada da função de covariância é fundamental para uma boa qualidade das

estimações e predições.

Nessa seção serão discutidas algumas das funções de covariância mais conhecidas na

literatura. As �guras ilustram as formas das funções amostrais provenientes de processos

Gaussianos com função média nula e função de covariância C(t, t∗).

Qualquer função C(t, t∗) que aplicada a um conjunto de valores de t resulte em uma

matriz P simétrica positiva semi-de�nida, isto é vtPv ≥ 0, pode ser considerada uma

função de covariância válida em processos Gaussianos. Essa função mensura quão corre-

lacionado são os valores da função f(t) no ponto t e t∗, além de governar propriedades

como estacionariedade, periodicidade, suavidade, entre outras.
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Todas as funções de covariância podem ser escritas da seguinte forma

C(t, t∗) = σ2c(t, t∗), (5.10)

em que o parâmetro σ2 controla a variabilidade total do processo.

Uma das funções de covariância mais conhecida é a Laplaciana, dada por

C(t, t∗) = σ2exp

{
− 1

2η
|t− t∗|

}
. (5.11)

O parâmetro η controla a dependência do processo e também é conhecido como pa-

râmetro de suavidade. Sua função é redimensionar a distância entre t e t∗. Assim quanto

maior for η, mais suave será a função f(.).

Essa função de covariância fornece funções amostrais contínuas, porém não diferen-

ciáveis.

A Figura 19 mostra duas funções retiradas aleatoriamente de um processo Gaussiano

com função de covariância Laplaciana.
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Figura 19: Funções retiradas aleatoriamente de um P.G. com função de covariância La-
placiana com σ = 1, η = 0, 5 (sólida) e η = 1, 3 (tracejada).

Uma outra função de covariância é a Exponencial Quadrática (ou Gaussiana) que

pode ser escrita como

C(t, t∗) = σ2exp

{
− 1

2η
(t− t∗)2

}
. (5.12)

As funções amostrais provenientes de um processo Gaussiano com função de covari-

ância dada em (5.12) são contínuas e in�nitamente diferenciáveis.

Note que para qualquer par de elementos t e t∗, f(t) e f(t∗) possuirão alta correlação

se t e t∗ são valores próximos, isto é, se |t− t∗| ≈ 0 então exp
{
− 1

2η
(t− t∗)2

}
≈ 1 (função
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Figura 20: Funções retiradas aleatoriamente de um P.G.com função de covariância Expo-
nencial Quadrática com σ = 1, η = 0, 1 (sólida) e η = 0, 3 (tracejada).

de covariância Exponencial Quadrática). O mesmo vale para a função de covariância

Laplaciana.

Segundo Rasmussen e Williams (2006) apesar da função Exponencial Quadrática ser

provavelmente a função de covariância mais utilizada em processos Gaussianos, as funções

amostrais resultantes são muito suaves e isso é pouco realístico na modelagem de alguns

processos físicos. Dessa forma, em alguns casos, a classe de Matérn é mais recomendada.

As funções de covariância da classe de Matérn são dadas por

C(t, t∗) = σ2 1

Γ(ν)2ν−1

[√
2ν

l
|t− t∗|

]ν
Kν

(√
2ν

l
|t− t∗|

)
, (5.13)

em que l > 0, ν > 0 e Kν é a função de Bessel modi�cada do segundo tipo de ordem ν

que pode ser escrita como

Kq(z) =
(π

2

) I−q(z)− Iq(z)

sin(πq)
,

em que Iq(z) =
(
z
2

)q ∞∑
p=0

(
z2

4

)p
p!Γ(q+p+1)

.

O hiperparâmetro ν controla o grau de diferenciabilidade das funções amostrais da

forma Matérn. Assim essas funções são (ν − 1) diferenciáveis. Se ν → ∞, a função de

covariância Matérn aproxima-se da forma Exponencial Quadrática e se ν = 1
2
a função de

covariância Matérn assume a forma da Laplaciana.

Um outro exemplo de função de covariância é a Periódica, que pode ser escrita como

C(t, t∗) = σ2exp

{
−1

η
sin2

(
γ(t− t∗)

)}
. (5.14)
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Figura 21: Funções retiradas aleatoriamente de um P.G. com função de covariância Matérn
com σ = 1 e l = 1.
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Figura 22: Funções retiradas aleatoriamente de um P.G. com função de covariância Pe-
riódica com σ = 1, γ = 1 η = 0, 1 (sólida) e η = 0, 6 (tracejada).

O parâmetro γ controla a periodicidade das funções, ou seja, a frequência com que

elas irão se repetir através do tempo.

5.4 Inferência Bayesiana sobre um Processo Gaussiano

Seja f a função desconhecida que queremos estimar, podemos assumir que f segue

um processo Gaussiano dado por

f(t) ∼ PG
(
m(t), C(t, t∗)

)
, (5.15)

em que C(., .) é conhecida.
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Seja y o vetor de valores de f(.) observados em n pontos t1, t2, . . . , tn em que

y ∼ N(m,Σ), (5.16)

em que

y =


f(t1)

f(t2)
...

f(tn)

 ,m =


m(t1)

m(t2)
...

m(tn)

 e Σ =


C(t1, t1) . . . C(t1, tn)

C(t2, t1) . . . C(t2, tn)
...

. . .
...

C(tn, t1) . . . C(tn, tn)

 .

A distribuição conjunta de y e f(t) pode ser escrita como

(
y

f(t)

)
∼ N

[(
m

m(t)

)
,

(
Σ k(t)

k(t)T C(t, t)

)]

em que k(t) = Cov(f(t),y) = Cov(f(t), f(ti)) = [C(t1, t), C(t2, t), . . . , C(tn, t)]
T .

A partir do resultado (5.4) temos que a distribuição condicional de f(t) dado y é

também normal. Assim, a distribuição a posteriori de qualquer p pontos da função é

normal multivariada. Dessa forma, a distribuição a posteriori de f(.) é dada por

f(.)|y ∼ PG
(
m(t) + k(t)TΣ−1(y−m), C(t, t)− k(t)TΣ−1k(t)

)
, (5.17)

que incorpora as observações f(x1), . . . , f(xn).

Esses são os resultados apresentados por O'Hagan (1978) que formam a base da me-

todologia Bayesiana não-paramétrica na análise de funções desconhecidas utilizando o

processo Gaussiano.

Exemplo 9 Considere o Processo Gaussiano com função média

m(t) =
1

12
t3, (5.18)

e função de covariância dada por

C(t, t∗) = exp

{
−1

2
(t− t∗)2

}
. (5.19)

Então, o processo a priori é dado por

f(.) ∼ PG

(
1

12
t3, exp

{
−1

2
(t− t∗)2

})
. (5.20)

Utilizando o mesmo procedimento ilustrado no Exemplo 8, algumas funções amostrais
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foram retiradas aleatoriamente da distribuição a priori sob funções especi�cadas pelo pro-

cesso Gaussiano dado em (5.20) e são mostradas na Figura 23 (a). Essa priori representa

a nossa crença sobre o tipo de função que esperamos obter, antes de observar os dados.
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Figura 23: Funções amostrais provenientes da distribuição a priori de�nida em (5.20) são
mostradas em (a). Em (b) ilustra-se o caso em que duas observações são consideradas
(pontos em x). A partir disso, obtém-se aleatoriamente cinco funções amostrais retiradas
da posteriori.

Suponha agora que observamos um conjunto de dados S = {(t1, y1), (t2, y2)}. Deseja-
mos considerar apenas as funções que passam exatamente por esses pontos. A combinação

da priori e dos dados fornece a distribuição a posteriori sobre funções que é dada por

f(.)|S ∼ PG
(
m(t) + k(t)TΣ−1(y−m), C(t, t)− k(t)TΣ−1k(t)

)
,

em que

y =

[
f(t1)

f(t2)

]
,m =

[
m(t1)

m(t2)

]
e Σ =

[
C(t1, t1) C(t1, t2)

C(t2, t1) C(t2, t2)

]
.

Note que a variância a posteriori sempre será menor do que a variância a priori

C(t, t), desde que os dados observados forneçam alguma informação. Isso ocorre porque

a expressão da variância a posteriori, C(t, t)− k(t)TΣ−1k(t), é a variância a priori menos

um termo positivo, que depende dos dados.

A forma de se retirar funções amostrais da distribuição a posteriori de f(.) é similar

ao processo descrito no Exemplo 8. Simulamos a função em um número �nito de pontos

para a obtenção de um vetor de dados simulados S ′ e o adicionamos ao conjunto de dados

inicial S. Aplicamos então o processo Gaussiano dado em (5.17) a esses dados combinados.

Esses novos pontos são selecionados para melhorar a cobertura da área de interesse (área
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que desejamos fazer inferência sobre a forma de f(.)). Isso é ilustrado na Figura 24 (b).

Note que a incerteza é reduzida próximo as observações.

Segundo Rasmussen e Willians (2006), o processo Gaussiano não é um modelo para-

métrico, assim não existe a necessidade de nos preocuparmos se é possível o ajuste desse

modelo ao conjunto de dados (como seria o caso se tentássemos, por exemplo, ajustar um

modelo de regressão linear em dados com comportamento não linear). Porém, a qualidade

desse ajuste depende de diversos fatores como por exemplo, a escolha adequada da função

média (seu comportamento deve ser próximo ao da função verdadeira), da função de cova-

riância e seus hiperparâmetros. Vimos na Seção 5.3 que a funções de covariância possuem

características únicas e determinam as propriedades das funções amostrais. Dentre as

funções de covariância mais utilizadas encontra-se a função Exponencial quadrática, que

possui um hiperparâmetro de suavidade (η).

Exemplo 10: Considere f(t) = t + cos(3t) a função verdadeira. Foram obtidas quatro

observações dessa função para t = 1, 2, 3 e 4.

A opinião a priori do estatístico é

f(t) ∼ PG
(
m(t), C(t, t∗)

)
,

em que m(t) = t+1 e C(t, t∗) = exp
{
− 1

2η
(t− t∗)2

}
com η conhecido. Serão considerados

dois valores para η: um bem pequeno, 0.0005 e outro maior, 0.3.

A Figura 24 mostra que a função média a posteriori possui um comportamento di-

ferente da função verdadeira quando o hiperparâmetro de suavidade é muito pequeno.

Apenas nos pontos observados as funções média a posteriori e a verdadeira coincidem.

Quando η = 0, 3 a função média a posteriori possui uma forma muito mais próxima

da função verdadeira. Segundo Gosling (2005), a função média a posteriori dada em

(5.17) é composta pela soma de duas partes: a primeira parte, m(t) representa a opinião

a priori do estatístico sobre f(.) e a segunda parte, k(t)TΣ−1(y−m), ajusta essa crença

de forma que a função média a posteriori passe pelos pontos observados. A segunda parte

depende bastante de η; valores muito pequenos implicam que a correlação entre f(t) e

f(t∗) é também muito pequena, mesmo quando t e t∗ são próximos. Por outro lado, valores

relativamente grandes de η implicam que f(t) e f(t∗) são bastante correlacionados, mesmo

quando t e t∗ são distantes.

A estimação do valor de η não é muito simples, exigindo o uso de distribuições a

priori especí�cas para que a distribuição a posteriori seja própria. Mais detalhes sobre a

estimação de η serão descritas no próximo capítulo.

Para ilustrar o efeito da escolha da função m(t), considere os casos em que ao invés de



5.4 Inferência Bayesiana sobre um Processo Gaussiano 59

0 1 2 3 4 5

0
1

2
3

4
5

6

t

f(
t)

0 1 2 3 4 5

0
1

2
3

4
5

6

0 1 2 3 4 5

0
1

2
3

4
5

6

Figura 24: Função média a posteriori para f(.) com η = 0, 0005 (pontilhada), η = 0, 3
(tracejada) e a função verdadeira (sólida).

m(t) = t+1, foram selecionadasm(t) = t+cos(3t) (função verdadeira) em(t) = 1
2
t+cos(t).

A Figura 25 mostra que quando as crenças a priori do estatístico sobre f(.) são atu-

alizadas, as densidades simuladas resultantes da distribuição a posteriori correspondem

exatamente às informações provenientes da função verdadeira, ou seja, os dados observa-

dos. Dessa forma, no intervalo em que alguns pontos foram observados, a função média

selecionada será alterada não parametricamente para espelhar as informações dos dados.

Nas áreas em que não existem informações provenientes dos dados, a função média tem

maior impacto.

Até agora consideramos apenas os casos em que os hiperparâmetros que controlam o

processo Gaussiano são conhecidos ou inexistentes. A seguir, apresentaremos o caso em

que esses hiperparâmetros são desconhecidos e a forma como podem ser estimados através

do conjunto de dados.

Quando um processo Gaussiano é utilizado como priori, segue que a distribuição dos

dados também é normal. Assim,

p(y|t,κ) =
1

(2π)
n
2 |Σ| 12

exp

{
−1

2
(y− µ)TΣ−1(y− µ)

}
, (5.21)

em que κ é o vetor de hiperparâmetros.
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Figura 25: Função verdadeira (sólida) e funções amostrais retiradas aleatoriamente do
processo Gaussiano a posteriori quando m(t) = t + 1(tracejada) , m(t) = t + cos(3t)
(pontilhada) e m(t) = 1

2
t+ cos(t)(tracejada e pontilhada).

A densidade a posteriori de κ é dada por

p(κ|t,y) ∝ p(y|t,κ)π(κ), (5.22)

onde π(κ) é a distribuição a priori dos hiperparâmetros. Geralmente atribui-se distribui-

ções a priori vagas aos hiperparâmetros.

Na maior parte das vezes a distribuição a posteriori dada em (5.22) não é analiti-

camente tratável. Assim, as técnicas de Monte Carlo via Cadeias de Markov (MCMC)

podem ser utilizadas para obtenção de amostras da distribuição a posteriori (5.22) e es-

timativas de interesse.
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6 Inferência Bayesiana

Não-Paramétrica para Elicitação

de distribuição a priori

No Capítulo 2, vimos que a elicitação é um processo de transformação do conhecimento

do especialista sobre alguma quantidade desconhecida na forma de uma distribuição de

probabilidade. Até o momento, discutimos apenas métodos de elicitação paramétrica

da distribuição a priori, em que ajustamos as informações provenientes do especialista a

uma distribuição de probabilidade conhecida. Porém, sabemos que tais métodos podem

representar apenas alguns tipos de densidade (geralmente, densidades unimodais, sem

caudas pesadas, etc). Além disso, podem ocorrer signi�cativas perdas das características

da distribuição do especialista quando a condicionamos a forma de uma distribuição de

probabilidade conhecida.

A alternativa não-paramétrica oferece uma maneira mais �exível de elicitação da

distribuição a priori do especialista. Não assumimos uma forma paramétrica para f(.),

que representa a opinião do especialista, mas sim a consideramos uma função aleatória.

Devido a essa �exibilidade, a metodologia não-paramétrica pode ser aplicada em diversas

áreas do conhecimento.

Assumimos que o especialista seja capaz de fornecer algumas medidas descritivas de

sua distribuição, como média e percentis, que serão os dados utilizados no procedimento

Bayesiano não-paramétrico para a identi�cação da distribuição a priori do especialista.

O procedimento Bayesiano não-paramétrico para elicitação de uma distribuição a pri-

ori para o caso univariado foi denvolvido por Oakley e O'Hagan (2007). A elicitação da

distribuição a priori pode ser vista como a estimação de um parâmetro na inferência Baye-

siana. O objetivo do estatístico é fazer inferências sobre uma função desconhecida f(.),

a densidade a priori do especialista. Primeiramente, o estatístico elabora suas próprias

crenças a priori sobre f(.) e então solicita ao especialista algumas medidas descritivas de

sua distribuição, como média, moda e percentis. As medidas resumo elicitadas são vistas

como dados, ou seja, observações de f(.). Assim, atualiza-se as convicções do estatístico
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sobre f(.) utilizando esses dados, obtendo-se então a distribuição a posteriori que pode

ser considerada a melhor estimativa para f(.).

A distribuição pode ser representada por um processo Gaussiano, permitindo que

f(.) tenha qualquer forma. O processo Gaussiano já foi utilizado para fazer inferências

sobre uma função desconhecida, alguns exemplos podem ser encontrados em Oakley e

O'Hagan(2002), Oakley e O'Hagan(2007).

Esse capítulo está organizado da seguinte forma: na Seção 6.1, a priori do estatístico

para f(.) é discutida. Na Seção 6.2, a função de covariância utilizada no procedimento

Bayesiano não-paramétrico é apresentada. Na Seção 6.3, as distribuições a priori para os

hiperparâmetros são descritas. Os dados elicitados do especialista são apresentados na

Seção 6.4 e a atualização da priori é discutida na Seção 6.5.

6.1 Processo Gaussiano como uma representação a pri-

ori para f(.)

Sob o enfoque não-paramétrico, não assumimos nenhuma forma paramétrica para a

função densidade do especialista, denotada por f(.). Nesse caso, uma representação a

priori adequada é dada por um processo Gaussiano. Assim, a distribuição a priori de f(.)

é dada por

f(.)|κ ∼ PG
(
g(.), σ2c(., .)

)
. (6.1)

Sabemos que f(.) é uma função densidade. Dessa forma, uma escolha natural para a

esperança a priori de f(.) é uma distribuição de probabilidade, representada por g(.),

E(f(.)|κ) = g(.). (6.2)

A função g(.) é conhecida como densidade underlying.

O método de Oakley e O'Hagan considera o caso onde o estatístico escolhe como

função média, g(.), uma distribuição normal dada por

g(θ) =
1√
2πb

exp

{
− 1

2b
(θ −m)2

}
(6.3)

em que m é a média e b a variância da distribuição.

Nesse caso, o estatístico acredita que a função do especialista será unimodal, suave e

aproximadamente simétrica. Se essas condições não forem razoáveis, outra distribuição de

probabilidade pode ser selecionada. Nesse trabalho, a distribuição normal será assumida

por ser apropriada em várias situações e por facilidade na manipulação matemática.
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Se modelarmos a razão entre a densidade do especialista e a função média do processo

Gaussiano, h(θ) = f(θ)
g(θ)

, teremos como processo Gaussiano com média constante 1 e função

variância dada por

V ar

(
f(θ)

g(θ)
|κ
)

= σ2, (6.4)

para todos os valores de θ. Assim, o hiperparâmetro σ2 especi�ca quão próximo a verda-

deira função densidade estará da função média a priori g(.). Dessa forma, a razão entre

as duas densidades será próxima a 1 para pequenos valores de σ2, isto é, esperamos que

a densidade do especialista se aproxime bastante da densidade underlying.

A covariância entre quaisquer dois pontos h(θ) e h(θ′) pode ser escrita como

Cov{h(θ), h(θ′)|κ} = σ2c(θ, θ′). (6.5)

em que c(θ, θ′) é a função de correlação. De fato, sabe-se que a função de correlação

c(θ, θ′) pode ser escrita como

c(θ, θ′) =
Cov{h(θ), h(θ′)}√

V ar(h(θ))
√
V ar(h(θ′))

,

e utilizando (6.4) temos que

c(θ, θ′) =
Cov{h(θ), h(θ′)}

σσ
.

Portanto

Cov{h(θ), h(θ′)|κ} = σ2c(θ, θ′).

Logo, na prática, modelamos a razão h(θ) = f(θ)
g(θ)

como um processo Gaussiano esta-

cionário com média constante 1 e função de covariância Cov{h(θ), h(θ′)|κ} = σ2c(θ, θ′),

isto é,

h(.)|κ ∼ PG
(

1, σ2c(., .)
)
. (6.6)

6.2 Modelando uma apropriada função de covariância

Sabe-se que

c(θ, θ′) =
Cov{h(θ), h(θ′)}√

V ar(h(θ))
√
V ar(h(θ′))

=
Cov

{
f(θ)
g(θ)

, f(θ′)
g(θ′)

}
√
V ar

(
f(θ)
g(θ)

)√
V ar

(
f(θ′)
g(θ′)

)
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=

1
g(θ)g(θ′)

Cov{f(θ), f(θ′)}
1

g(θ)g(θ′)

√
V ar(f(θ))

√
V ar(f(θ′))

.

Mas,

V ar(h(θ)) = V ar

(
f(θ)

g(θ)

)
=

1

g(θ)2
V ar(f(θ)).

E sabe-se que

V ar(h(θ)) = σ2.

Então,

V ar(f(θ)) = σ2g(θ)2. (6.7)

Portanto, a função de covariância entre f(θ) e f(θ′) pode ser escrita da seguinte forma

Cov{f(θ), f(θ′)|κ} = σ2g(θ)g(θ′)c(θ, θ′). (6.8)

A função de correlação escolhida é dada por

c(θ, θ′) = exp

{
− 1

2η
(θ − θ′)2

}
. (6.9)

Essa escolha, que foi apresentada em Kennedy e O'Hagan(1996), é matematicamente

conveniente. A função c(θ, θ′), dada em (6.9), expressa a convicção do estatístico que

f(θ) é uma função suave e in�nitamente diferenciável.

6.3 Distribuições a priori para m, b, η e σ2

Para completar o modelo hierárquico é necessário a especi�cação de uma distribuição

a priori para os hiperparâmetros κ = (m, b, η, σ2), que são considerados desconhecidos.

Essa priori irá re�etir a crença do estatístico sobre esses hiperparâmetros.

O uso de distribuições a priori informativas para π(κ) poderia interferir nos objetivos

da elicitação do conhecimento do especialista. Assim, é preferível que a distribuição a

posteriori para f(.) esteja baseada apenas nos dados, isto é, nas informações fornecidas

pelo especialista. Por isso, prioris não informativas serão especi�cadas para m, b e σ2.

Segundo Moala e O'Hagan(2010), uma possível priori conjunta para os hiperparâme-
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tros é dada por

π(κ) ∝ 1

bσ2
π(η). (6.10)

em que π(η) é a distribuição a priori para o parâmetro de suavidade η fornecida pelo

estatístico.

Uma distribuição a priori imprópria para η levaria a uma posteriori imprópria. Por

isso, Oakley e O'Hagan(2007) sugerem o uso de uma distribuição a priori para η∗ = η
b
.

Assim, a função de covariância de�nida em (6.9) pode ser reparametrizada como

c(θ, θ′) = exp

{
− 1

2bη∗
(θ − θ′)2

}
, (6.11)

em que η∗ = η
b
.

Para encontrar uma distribuição a priori adequada para η∗, Oakley e O'Hagan (2007)

�zeram um estudo de simulação e concluíram que a distribuição a priori adequada é

log(η∗)∼N(0, 65; 0, 252). (6.12)

Assim, a distribuição conjunta para m, b, η∗ e σ2 é dada por

π(κ∗) ∝ exp {−8log(η∗ − 0, 65)2}
bσ2

, (6.13)

onde κ∗ = (m, b, η∗, σ2).

6.4 Dados Elicitados do Especialista

Vamos pedir ao especialista probabilidades como Px =
∫ x
−∞ f(θ)dθ de sua distribuição.

Nesse caso, o vetor de dados será

dt =

(∫ x1

−∞
f(θ)dθ, . . . ,

∫ xn

−∞
f(θ)dθ

)
, (6.14)

em que x1, x2, . . . , xn são n valores selecionados para os quais o especialista fornece as

probabilidades Px1 , . . . , Pxn. A restrição
∫
R f(θ) = 1 tem que ser informada ao especialista.

Segundo Moala(2006) como f(.) segue um processo Gaussiano e Px =
∫ x
−∞ f(θ)dθ é

um funcional 1 linear de f(.) então Px segue um processo Gaussiano.

Assim, o vetor d condicionado em κ∗ é normalmente distribuído (por de�nição de

processo Gaussiano),

d|κ∗ ∼ Nn(w, σ2A), (6.15)

1Intuitivamente, podemos dizer que um funcional é uma função de uma função.
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em que os elementos do vetor de média w são dados por

E(Px|κ∗) =

∫ x

−∞
E(f(θ)|κ∗)dθ =

∫ x

−∞
g(θ)dθ =

∫ x

−∞
N(m, v)dθ = Φ

(
x−m√

b

)
. (6.16)

E os componentes da matriz de covariância σ2A são dados por

Cov(Px, Py|κ∗) =

∫ x

−∞

∫ y

−∞
Cov(f(θ), f(θ′)|κ∗))dθdθ′ = σ2

∫ x

−∞

∫ y

−∞
g(θ)g(θ′)c(θ, θ′)dθdθ′

= σ2

∫ x

−∞

∫ y

−∞

1

2πb
exp

{
− 1

2b
(θ −m)2

}
exp

{
− 1

2b
(θ′ −m)2

}
exp

{
− 1

2bη∗
(θ − θ′)2

}
dθdθ′

= σ2 1

2πb

∫ x

−∞

∫ y

−∞
exp

{
− 1

2η∗

[
η∗(θ −m)2

b
+
η∗(θ′ −m)2

b
+

(θ − θ′)2

b

]}
dθdθ′.

Mas,

η∗(θ −m)2

b
+
η∗(θ′ −m)2

b
+

(θ − θ′)2

b
=

(η∗ + 1)(θ −m)2

b
+

(η∗ + 1)(θ′ −m)2

b

+
(θ − θ′)2

b
− (θ′ −m)2

b
− (θ −m)2

b︸ ︷︷ ︸
−2

(θ−m)(θ′−m)
b

.

Assim,

Cov(Px, Py|κ∗) = σ2 1

2πb

∫ x

−∞

∫ y

−∞
exp

{
−(η∗ + 1)2

2η∗

[
(θ −m)2

b(η∗ + 1)
+

(θ′ −m)2

b(η∗ + 1)

− 2
(θ −m)(θ′ −m)

b(η∗ + 1)2

]}
dθdθ′

= σ2

√
η∗

η∗ + 2

∫ x

−∞

∫ y

−∞

1

2πb

√
η∗ + 2

η∗
exp

{
− (η∗ + 1)2

2η∗(η∗ + 2)

[
(η∗ + 2)(θ −m)2

b(η∗ + 1)

+
(η∗ + 2)(θ′ −m)2

b(η∗ + 1)
− 2

(η∗ + 2)

b(η∗ + 1)2
(θ −m)(θ′ −m)

]}
dθdθ′.

Portanto

Cov(Px, Py|κ∗) = σ2

√
η∗

η∗ + 2

∫ x

−∞

∫ y

−∞
N2((θ, θ′)|(m,m), S)dθdθ′, (6.17)

em que
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S = b

[
η∗+1
η∗+2

1
η∗+2

1
η∗+2

η∗+1
η∗+2

]
.

Assim, a função de verossimilhança é dada por

L(κ∗|d) =
|A|− 1

2

σn
exp

{
− 1

2σ2
(d−w)tA−1(d−w)

}
. (6.18)

6.5 Posteriori como atualização da priori

A distribuição a posteriori de f(θ) requer o conhecimento da covariância de f(θ) e os

dados elicitados do especialista. Segundo Oakley e O'Hagan (2007) a covariância a priori

entre f(θ) e d é dada por

Cov(f(θ), Px|κ∗) = Cov(f(θ),

∫ x

−∞
f(θ′)dθ′|κ∗) =

∫ x

−∞
Cov(f(θ), f(θ′)|κ∗)dθ′

= σ2g(θ)

√
η∗

η∗ + 1
exp

{
− (θ −m)2

2b(η∗ + 1)

}
Φ

[
x− θ +mη∗

η∗ + 1

√
η∗ + 1

bη∗

]
.

(6.19)

e a distribuição conjunta de f(θ) e d é então

(
y

f(θ)

)
∼ N

[(
w

g(θ)

)
,

(
σ2A σ2k(θ)

σ2k(θ)T C(θ, θ)

)]

em que k(θ) é o vetor de covariância a priori entre f(θ) e d, e seus elementos são dados

em (6.19).

Assim, a distribuição a posteriori f(.)|d,κ∗ é um processo Gaussiano com função

média

E(f(θ)|d,κ∗) = g∗(θ) = g(θ) + k(θ)tA−1(d−w) (6.20)

e função de covariância

Cov(f(θ), f(θ′)|d,κ∗) = σ2C∗(θ, θ′) = σ2
(
g(θ)g(θ′)c(θ, θ′)− k(θ)tA−1k(θ′)

)
. (6.21)
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6.5.1 Estimadores a posteriori para os hiperparâmetros

Utilizando (6.10) e (6.18) temos a distribuição a posteriori para os hiperparâmetros

dada por

p(κ∗|d) ∝ π(η∗)
|A|− 1

2

bσn+2
exp

{
− 1

2σ2
(d−w)tA−1(d−w)

}
∝ |A|− 1

2

bσn+2
exp

{
− 1

2σ2
(d−w)tA−1(d−w)− 8log(η∗ − 0.65)2

}
. (6.22)

O condicionamento em σ2 pode ser removido da seguinte forma

p(m, b, η∗|d) ∝ π(η∗)
|A|− 1

2

b

∫ ∞
0

1

σn+2
exp

{
− 1

2σ2
(d−w)tA−1(d−w)

}
dσ2(6.23)

e sabendo que ∫ ∞
0

t−(p+1)e−zt
−q
dt =

1

q
z−

p
qΓ

(
p

q

)
, (6.24)

temos que

p(m, b, η∗|d) ∝ π(η∗)
|A|− 1

2

b
(σ̂2)−

n
2 , (6.25)

onde

σ̂2 =
1

n− 2
(d−w)tA−1(d−w). (6.26)

Segundo Moala(2006) após a remoção do condicionamento de σ2, temos que a distri-

buição a posteriori de f(.)|m, b, η∗ é um processo t-Student, dado por

f(θ)|d,m, b, η∗ ∼ tn

(
g∗, σ̂2C∗(θ, θ), n

)
, (6.27)

ou equivalentemente
f(θ)− g∗(θ)
σ̂
√
C∗(θ, θ)

∼ tn(n) (6.28)

A variância a posteriori estimada é dada por

ˆvar
(
f(θ)|d,m, b, η∗

)
=

n

n− 2
σ̂2C∗(θ, θ). (6.29)

Para cada valor de m, b e η∗ gerado da posteriori p(m, b, η∗|d) via MCMC, podemos

amostrar uma função densidade f(.) da distribuição a posteriori p(f(.)|,d,m, b, η∗), dada
em (6.27), para um número �nito de valores de θ. Então, teremos uma amostra de funções

f(.) e plotamos a média dos pontos das funções amostrais, obtendo assim a estimativa de

f(.).

Exemplo 11: Para ilustrar o método, considere que a densidade verdadeira do especia-
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lista é dada por

f(θ) =
0, 4√

2π
exp

{
−1

2
(θ − 3)2

}
+

0, 6√
4π
exp

{
−1

4
(θ − 6, 5)2

}
. (6.30)

A opinião a priori do estatístico é

f(θ)|κ∗ ∼ PG
(
g(θ), σ2c(θ, θ)

)
, (6.31)

em que a função média g(θ) é dada em (6.3) e c(θ, θ) em (6.11).

Os valores de P (θ < x) elicitados do especialista foram

P (θ < 2) = 0, 06,

P (θ < 3) = 0, 20,

P (θ < 4) = 0, 36,

P (θ < 5) = 0, 48,

P (θ < 6) = 0, 62,

P (θ < 7) = 0, 78,

P (θ < 8) = 0, 91,

P (θ < 9) = 0, 98.

Assim, o conjunto de dados utilizado na análise possui oito elementos.

Na estimação dos valores dos hiperparâmetros, m, b, η∗ e σ2, a distribuição conjunta

a priori considerada é dada em (6.13). Utilizando o MCMC, algoritmo de Metropolis

Hastings, foram geradas cadeias com 20000 iterações para cada hiperparâmetro. A Fi-

gura 26 mostra as cadeias geradas e respectivos grá�cos de autocorrelação que sugerem

convergência. Na Tabela 10 encontra-se as estimativas dos hiperparâmetros, variâncias e

intervalos de credibilidade de 95%.

Tabela 9: Estimativas da média, variância e intervalos de credibilidade de 95% para os
hiperparâmetros.

m̂ b̂ η̂∗ σ̂2

Média 4,784 4,153 0,675 0,955
Variância 0,158 0,429 0,048 0,359
I. Cred. [3,863 ; 5,496] [2,959 ; 5,346] [0,273 ; 1,138] [0,249 ; 2,440]

Utilizando os últimos 2000 valores das cadeias geradas para m, b, η∗ e σ2, foram gera-

das funções amostrais de f(.) a partir da distribuição a posteriori apresentada em (6.27).

A Figura 27 mostra que a função estimada está muito próxima da função verdadeira dada

em (6.30).
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Na fase feedback, o estatístico pode apresentar a função estimada, exibida na Figura

27, para que o especialista avalie se sua opinião está sendo bem representada. Porém,

segundo O'Hagan e Oakley (2007), é mais fácil para o especialista avaliar a estimativa da

distribuição acumulada, pois ele poderá observar se os valores de P (θ) < x para novos

valores de x correspondem a sua opinião. A Figura 28 mostra a distribuição acumulada

estimada.
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Figura 26: Trajetória da cadeia e respectivos correlogramas dos hiperparâmetros.
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Figura 27: Função verdadeira (preta) e função estimada (tracejada).
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Figura 28: Distribuição acumulada verdadeira (preta), distribuição acumulada estimada
(tracejada) e valores elicitados (×).



73

7 Inferência Bayesiana

Não-Paramétrica para Elicitação

da Função de Con�abilidade

Estudos já propuseram diversas metodologias para a análise do tempo de vida. Po-

rém, a maior parte das pesquisas ignora o conhecimento do especialista e assume uma

determinada família paramétrica para o tempo de vida, como Weibull, Exponencial, entre

outras.

Nesse capítulo, discutiremos uma forma mais �exível de análise do tempo de falha,

em que estimaremos uma distribuição a priori para a função de con�abilidade através da

elicitação do conhecimento do especialista. A função de con�abilidade estimada repre-

sentará então a opinião do especialista sobre o tempo de vida de determinado item em

estudo.

No Capítulo 6, discutimos o método Bayesiano não-paramétrico desenvolvido por Oa-

kley e O'Hagan (2007) para estimar a densidade desconhecida f(.), em que f(.) representa

a opinião do especialista, utilizando processos Gaussianos e a elicitação. Nesse capítulo,

aplicaremos esse método na análise de con�abilidade, assumindo que f(.) é a função de

con�abilidade, denotada por R(.), e elicitando valores da con�abilidade.

7.1 Representação a priori para R(.)

Para o caso em que não assumimos nenhuma forma paramétrica para a função de

con�abilidade, uma representação a priori adequada é dada por um processo Gaussiano.

Assim, a distribuição a priori de R(.) é dada por

R(.)|κ2 ∼ PG
(
ψ(.), σ2c(., .)

)
, (7.1)

em que κ2 é o vetor de hiperparâmetros, ψ é a função média e σ2c(., .) é a função de

covariância.

Uma possível escolha para a esperança a priori de R(.) é a função de con�abilidade
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da distribuição Exponencial dada por

ψ(t) = exp {−λt}. (7.2)

Nesse caso, o estatístico acredita que a função de con�abilidade do especialista será

similar a função de con�abilidade da distribuição Exponencial. Se essas condições não

forem razoáveis, outra distribuição de probabilidade pode ser selecionada. A vantagem

em se utilizar a função de con�abilidade da Exponencial como função média é que ela

possui uma forma fechada e apenas um parâmetro.

Embora o estatístico acredite que a função de con�abilidade do especialista, R(.),

se aproxime da função de con�abilidade da Exponencial, o processo Gaussiano permite

que o modelo se desvie dessa convicção de acordo com a quantidade de informações do

especialista disponível. Isso foi ilustrado na Figura 25, que mostra a função média sendo

alterada não-parametricamente para espelhar os dados.

Como visto na Seção 6.2, a função de covariância entre R(t) e R(z) pode ser escrita

da seguinte forma

Cov(R(t), R(t′)|κ2) = σ2ψ(t)ψ(t′)c(t, t′)

= σ2exp {−λt}exp {−λt′}c(t, t′). (7.3)

Assumindo que a função de correlação é dada por

c(t, t′) = exp

{
− 1

2η
(t− t′)2

}
, (7.4)

temos que

Cov(R(t), R(t′)|κ2) = σ2exp

{
−
(
λ(t+ t′) +

1

2η
(t− t′)2

)}
. (7.5)

A distribuição a priori conjunta para os hiperparâmetros é dada por

π(λ, η, σ2) =
1

λσ2
π(η) (7.6)

em que π(η) é a distribuição a priori proposta por Oakley e O'Hagan(2007) dada em

(6.12).
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7.2 Elicitando Valores da Con�abilidade

Vamos pedir ao especialista valores da con�abilidade, denotada por Rx, para deter-

minados valores de x. Nesse caso, o vetor de dados será

dt = (Rx1 , . . . , Rxn). (7.7)

em que x1, x2, . . . , xn são n valores selecionados para os quais o especialista fornece a

probabilidade do tempo de vida do objeto em estudo ser maior do que xi.

Como R(.) segue um processo Gaussiano, então Rx segue um processo Gaussiano.

Assim, o vetor d condicionado em κ2 é normalmente distribuído (por de�nição de processo

Gaussiano),

d|κ2 ∼ Nn(w2, σ
2A2), (7.8)

em que os elementos do vetor de média w2 são dados por

E(Rx|κ2) = exp {−λx}. (7.9)

Já os elementos da matriz de covariância σ2A2 são dados por

Cov (Rx, Ry|κ2) = σ2exp

{
−
(
λ(x+ y) +

1

2η
(x− y)2

)}
, (7.10)

onde κ2 = (λ, η, σ2).

Logo, a função de verossimilhança é dada por

L(λ, η, σ2|d) =
|A2|−

1
2

σn
exp

{
− 1

2σ2
(d−w2)tA−1

2 (d−w2)

}
. (7.11)

7.3 Atualização da priori

A covariância a priori entre R(t) e d é dada por

Cov
(
R(t),d|κ2

)
=


Cov

(
R(t), Rx1|κ2

)
Cov

(
R(t), Rx2|κ2

)
...

Cov
(
R(t), Rxn|κ2

)


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em que

Cov
(
R(t), Rx|κ2

)
= σ2exp

{
−
(
λ(t+ x) +

1

2η
(t− x)2

)}
. (7.12)

A distribuição a posteriori R(.)|κ2,d é um processo Gaussiano com função média

E(R(t)|κ2,d) = ψ(t) + k2(t)tA−1
2 (d−w2) (7.13)

e função de covariância

Cov(R(t), R(t′)|κ2,d) = σ2
(
C(t, t′)− k2(t)tA−1

2 k2(t′)
)
. (7.14)

em que k2(.) é a covariância entre R(t) e d - os elementos desse vetor são dados em (7.12)-

e C(t, t′) é a covariância a priori entre R(t) e R(t′) dada em (7.5).

A Seção 7.4 ilustra uma aplicação do método apresentado nesse capítulo. Como o

treinamento de um especialista para a participação do processo de elicitação demanda

muito tempo, os dados utilizados nesse exemplo foram gerados no pacote estatístico R.

7.4 Ilustração Numérica

Suponha que estamos interessados em estudar o tempo de vida de um componente

de um nova aeronave. Por se tratar de um componente com altíssimo custo de produção,

poucas unidades foram testadas. Resolveram então utilizar a elicitação do conhecimento

do especialista para a resolução do problema.

A opinião a priori do estatístico é

R(t) ∼ PG
(
ψ(t), σ2c(t, z)

)
,

em que ψ(t) é dada em (7.2) e c(t, t′) = exp
{
− 1

2η
(t− t′)2

}
.

O projetista, que desenvolveu esse componente durante anos e que tem bastante co-

nhecimento sobre o seu funcionamento, foi o especialista selecionado. Ele foi submetido

a um treinamento, com o intuito de familiarizá-lo com o processo de elicitação.

Assumindo que R(.) verdadeira é a função de con�abilidade da distribuição Weibull

com parâmetros α = 4 e β = 1, 3, temos que

R(t) = exp

{
−
(
t

4

)1,3
}
. (7.15)



7.4 Ilustração Numérica 77

O especialista foi solicitado a fornecer os valores de xi que satisfazem:

q1 = P (X > x1) = 0, 10,

q2 = P (X > x2) = 0, 25,

q3 = P (X > x3) = 0, 50,

q4 = P (X > x4) = 0, 75,

q5 = P (X > x5) = 0, 90.

Em um primeiro momento, admitimos que o especialista seria capaz de fornecer as

especi�cações probabilísticas exatas de sua distribuição. Assim, os valores elicitados fo-

ram: x1 = 7, 60, x2 = 5, 14, x3 = 3, 02, x4 = 1, 53 e x5 = 0, 71. Com a informação do

conhecimento do especialista transformada em percentis elicitados, o estatístico trata-os

como um conjunto de dados d que serão utilizados para estimar os hiperparâmetros λ, η

e σ2.

Cadeias do MCMC, com 20000 iterações, foram geradas para λ, η e σ2. A Figura 29

mostra as cadeias geradas pelo método MCMC e respectivos grá�cos de autocorrelação que

sugerem convergência. As estimativas dos hiperparâmetros, suas variâncias e intervalos

de credibilidade de 95% são apresentadas na Tabela 11.

Tabela 10: Estimativas da média, variância e intervalos de credibilidade de 95% para os
hiperparâmetros.

λ̂ η̂ σ̂2

Média 0,283 0,704 0,046
Variância 0,002 0,058 0,005
I. Cred. [0,186 ; 0,378] [0,238 ; 1,179] [0,025 ; 0,102]

Utilizando os últimos 2000 valores das cadeias geradas para λ, η e σ2, geramos funções

amostrais deR(.) a partir da posteriori apresentada em (7.13) e (7.14). A Figura 30 mostra

que a função de con�abilidade estimada está próxima da verdadeira, principalmente nas

áreas onde existem informações provenientes dos dados.

Como é difícil para o especialista fornecer as especi�cações probabilísticas exatas,

consideramos um erro N(0, 1) para cada um dos valores elicitados. Assim, os valores

elicitados foram: x1 = 7, 13, x2 = 4, 89, x3 = 2, 43, x4 = 1, 37 e x5 = 0, 63.

Realizando o mesmo procedimento descrito anteriormente, obtivemos a função de

con�abilidade estimada considerando um erro nos valores elicitados. A Figura 31 mostra

que a função de con�abilidade estimada com erro não está tão próxima das demais, porém

ainda pode ser considerada uma boa estimativa da função de con�abilidade verdadeira.
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Figura 29: Cadeias geradas pelo MCMC para os hiperparâmetros λ, η e σ2 e correspon-
dentes correlogramas.

É importante ressaltar que a função de con�abilidade estimada deve ser apresentada

ao especialista, para que ele avalie se o resultado obtido representa bem a sua opinião.
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Figura 30: Função de con�abilidade verdadeira (sólida), função de con�abilidade estimada
(tracejada) e valores elicitados (×).
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Figura 31: Função de con�abilidade verdadeira (sólida), função de con�abilidade estimada
com erro (tracejada) e valores elicitados (×).
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8 Conclusões

A análise de con�abilidade é um dos ramos da estatística mais pesquisados nos úl-

timos anos. As mais diversas distribuições de probabilidade já foram consideradas para

descrever o tempo de falha de determinado item, dentre elas a distribuição Weibull. É

comum, sob o enfoque Bayesiano paramétrico, a análise de con�abilidade ser realizada

utilizando distribuições a priori não-informativas, ignorando-se assim possíveis informa-

ções a priori existentes. No Capítulo 2, considerando dados de tempo de vida - com e sem

censura - provenientes de uma distribuição Weibull, foram avaliadas algumas prioris não-

informativas, como priori de Je�reys, referência e cópula, que apresentaram resultados

similares.

A elicitação é o processo de se extrair o conhecimento de um especialista sobre al-

guma quantidade desconhecida na forma de uma distribuição de probabilidade. Diversos

métodos de elicitação podem ser encontrados na literatura, porém, a maioria requer a

elicitação de momentos de primeira e segunda ordem. Dessa forma, a aplicação desses

métodos torna-se inviável. No Capítulo 3, alguns métodos de elicitação paramétrica - que

não empregam a média e a variância para a representação da opinião do especialista na

forma de uma distribuição - foram discutidos.

A utilização da elicitação na análise de con�abilidade pode proporcionar conclusões

mais realísticas, particularmente quando o tamanho amostral é pequeno. Foi proposto, no

Capítulo 4, um método aplicado à distribuição Weibull com parâmetros α e β que utiliza

algumas probabilidades elicitadas do especialista, P (T ≥ x), para a determinação dos

hiperparâmetros da distribuição conjunta a priori, considerando a distribuição a priori

de α uma Gama(a, b) e para β uma Gama(c, d). O Exemplo 7, que ilustra o método,

mostra que o emprego da opinião do especialista produziu uma melhora signi�cativa nos

resultados, principalmente quando os dados não são numerosos.

Os métodos de elicitação paramétrica podem restringir muito a representação da opi-

nião do especialista sobre o tempo de vida de um item em pesquisa, por dependerem

de especi�cações restritivas, ajustamento de uma distribuição de probabilidade conhe-

cida. A metodologia não-paramétrica é mais �exível e pode ser utilizada na análise de

con�abilidade. Nessa dissertação, aplicamos o método Bayesiano não-paramétrico de Oa-
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kley e O'Hagan e mostramos que é possível utilizar a elicitação para estimar a função de

con�abilidade.

A função de con�abilidade estimada na Seção 7.4 mostrou que a metodologia Bayesi-

ana não-paramétrica de elicitação produz bons resultados. Essa função de con�abilidade

estimada representa a opinião do especialista sobre o tempo de vida de determinado item

em estudo e pode ser usada como distribuição a priori em uma análise Bayesiana. Assim,

a informação elicitada do especialista pode ser usada para complementar a informação

dos dados observados.

O objetivo do presente trabalho foi alcançado, utilizando o método proposto por Oa-

kley e O'Hagan (2007) foi possível estimar uma distribuição a priori para a con�abilidade

a partir das informações fornecidas por um especialista, de uma forma �exível que pode

ser aplicada a inúmeros estudos sobre o tempo de vida.

Em trabalhos futuros, a aplicação do método Bayesiano não-paramétrico utilizado

para estimar a função de con�abilidade, poderia considerar outras funções de con�abi-

lidade como função média do processo Gaussiano, como a função de con�abilidade da

distribuição Weibull. O desempenho de outras funções de covariância que podem ser uti-

lizadas no processo Gaussiano, como a Laplaciana (apresentada na Seção 5.3), poderia

também ser avaliado.

Esperamos que esse trabalho provoque o interesse da comunidade cientí�ca pela eli-

citação, de forma que mais estatísticos possam aplicá-la em muitos problemas práticos.
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