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Resumo

A elicitacdo é um processo que permite a incorporacao da informacao a priori fornecida
por um especialista sobre alguma quantidade, desconhecida e de interesse, a informacgao
proveniente dos dados do experimento. Pode ser utilizada em muitas areas aplicadas do
conhecimento, principalmente em situacoes nas quais os dados experimentais nao sao tao
numerosos devido a dificuldade ou custo para obté-los. Na abordagem Bayesiana nao-
paramétrica, a densidade ou a funcao de interesse podem ser estimadas sem imposicao de
quaisquer suposicoes restritivas sobre a sua forma. Assim, os dados permitem determinar
a estimativa da funcao de interesse em vez de condiciona-la a pertencer a uma dada fa-
milia paramétrica. O objetivo do presente trabalho é realizar uma aplicagao do método
Bayesiano nao-paramétrico de elicitacao de prioris proposto por Oakley e O’Hagan (2007),
Moala (2009) e Moala e O’Hagan (2010) a fim de estimar a fun¢ao de confiabilidade, con-
siderada completamente desconhecida em sua forma, baseando-se apenas na informacao
fornecida pelo especialista.

Palavras-chave: Funcao de Confiabilidade. Elicitacdo. Inferéncia Bayesiana Nao-
Paramétrica.



Abstract

The elicitation is a process that allows the incorporation of a prior information pro-
vided by an expert on some quantity, unknown and of interest, to the information from
the experimental data. It can be used in many applied areas of knowledge, especially in
situations where experimental data are not numerous because of the difficulty or cost to
obtain them. In Bayesian non-parametric approach, the density or the function of interest
can be estimated without imposing any restrictive assumptions on its shape. Thus, the
data allows determine the estimate of the interested function rather than conditioning it
to a given parametric class functions. The aim of this paper is to apply the Bayesian non-
parametric elicitation method of priors proposed by Oakley and O’Hagan (2007), Moala
(2009) and Moala and O’Hagan (2010) to estimate the reliability function, considered
completely unknown in its form, based only on the information provided by the expert.

Key words: Reliability function. Elicitation. Non-Parametric Bayesian Inference.
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1 Introducao

A possibilidade de incorporar informacao a priori fornecida por um especialista sobre
alguma quantidade, desconhecida e de interesse, a informacao proveniente dos dados do
experimento ¢ uma importante vantagem da inferéncia Bayesiana. O processo de incor-

porar formalmente esse conhecimento é denominado elicitacao.

A utilizacao da informacao do especialista permitird termos um conhecimento mais
atualizado, portanto mais preciso, da quantidade de interesse, justificando ainda mais o

uso da inferéncia Bayesiana.

Os agréonomos e os agricultores tém uma larga experiéncia nas necessidades do solo
para o plantio e colheita de produtos agricolas como hortifrutigranjeiros, produtos para
producao de biocombustiveis, etc. Além disso, devido & contaminacao do solo, proble-
mas de erosao e poluicao em muitos ambientes urbanos, os especialistas podem manter
atualizados os riscos associados aos elementos toxicos na aplicacao de fertilizantes e de-
fensivos agricolas. Os especialistas podem ter experiéncia também com avaliacao de risco
de contaminantes metélicos como caddmio, arsénico, niquel, entre outros, que podem ser

associados com subprodutos industriais.

Apesar da grande contribuicao dessa informacao a uma anélise estatistica, o conheci-
mento a priori nao é frequentemente considerado nas analises Bayesianas. Justificando a
dificuldade de se representar a opiniao do especialista subjetivamente ou que, com uma
grande quantidade de dados, o conhecimento a priori tende a ter pouco efeito nas infe-
réncias finais e as varias técnicas disponiveis para representar nao informacao a priori, os
usuarios da inferéncia Bayesiana frequentemente evitam utilizar o conhecimento a priori
disponivel em prol do uso de prioris nao informativas. Porém, ao investigarmos fenémenos
novos ou raros, os poucos dados podem nao fornecer informacao suficiente para se tomar
uma decisao estatistica. Um exemplo disto ocorre ao se tentar modelar os danos causados
por terremotos, estudo de doencas raras, etc. Nem sempre teremos dados suficientes para

poder ignorar o conhecimento a priori, e consequentemente, a opiniao do especialista pode
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ser uma das poucas fontes de informacao.

A elicitacao pode ser utilizada em muitas areas aplicadas do conhecimento, princi-
palmente em situacoes nas quais os dados experimentais nao sao tao numerosos devido a

dificuldade ou custo para obté-los.

A anélise de confiabilidade é uma &area que pode ter importantes aplicacoes da elici-
tacao. Por exemplo, suponha que estamos investigando o tempo de vida médio de um
componente em alguma maquina. Podemos fazer testes através de uma amostra dos
componentes para inferir o tempo de vida médio deles, mas o projetista do componente
pode ter suas expectativas proprias sobre este desempenho. Se pudermos representar o
conhecimento do projetista a respeito das caracteristicas dos componentes que podem ter
influéncia no tempo de vida por uma distribuicao de probabilidade, entao este adicional
conhecimento (a priori) pode ser utilizado dentro do sistema Bayesiano de inferéncia. Ou-
tros exemplos de elicitacao na analise de risco e confiabilidade podem ser encontrados em
Cooke (1991) e Bedford e Cooke (2001).

Geralmente, assumimos uma especifica familia paramétrica de distribuicoes para a o
tempo de falha, como Weibull, lognormal ou gama, tal que a inferéncia sobre a func¢ao
de confiabilidade reduz-se ao problema da estimativa dos parametros da distribuicao do

tempo de falha.

Os métodos Bayesianos nao-paramétricos sao muito apropriados para a analise de
confiabilidade, permitindo uma flexivel modelagem para a funcao de confiabilidade, funcao

de risco acumulada ou funcao de risco, sem as restritivas especificacoes paramétricas.

Em muitos problemas praticos, os dados apresentam caracteristicas como multimoda-
lidade, caudas pesadas, etc, que tornam as distribui¢oes usuais inadequadas, preferindo-se
assim uma abordagem nao-paramétrica para a modelagem da funcao de confiabilidade em

que esta ¢ tratada como uma funcao completamente desconhecida.

A abordagem Bayesiana nao-paramétrica também permite a incorporacao de uma
informacao a priori na estimacao da funcao de confiabilidade. Oakley e O’Hagan (2007)
e Moala e O’Hagan (2010) propoem um método Bayesiano nao-paramétrico para elicitar
distribui¢oes a priori f(.) univariadas e multivariadas, respectivamente, que pode ser
aplicado sem muitas restri¢coes e a uma ampla classe de problemas praticos. Além de evitar
ter que assumir uma forma paramétrica para a funcao desconhecida, nos permite medir
nossa incerteza sobre ela dado um nimero limitado de sumaérios elicitados do especialista

e, principalmente, nao é dificil de ser implementado.
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Portanto, neste trabalho, pretendemos realizar uma aplicacao do método Bayesiano
nao-paramétrico de elicitagao de prioris proposto por Oakley e O’Hagan (2007), Moala
(2009) e Moala e O’Hagan (2010) a fim de estimar a funcao de confiabilidade, considerada
completamente desconhecida em sua forma, baseado apenas na informacao fornecida pelo

especialista.

O trabalho est4 organizado da seguinte forma: No Capitulo 2 é abordada a analise da
funcao de confiabilidade sob o enfoque paramétrico Bayesiano e frequentista, para dados
com e sem censura. No Capitulo 3 é discutido o uso da elicitacdo em andlises estatisticas e
algumas técnicas de elicitagao paramétrica sao apresentadas. Um novo método de elicita-
cao aplicado a distribuicao Weibull para determinacao dos hiperparametros da distribui-
¢ao conjunta a priori é abordado no Capitulo 4. A inferéncia Bayesiana nao-paramétrica
é analisada no Capitulo 5, onde o conceito de processo Gaussiano é introduzido. O Capi-
tulo 6 aborda o método Bayesiano nao-paramétrico de elicitagao univariado proposto por
Oakley e O’'Hagan(2007) para estimacao de uma fungao densidade qualquer. A estimagao
da funcao de confiabilidade utilizando o conhecimento do especialista, usando o método
discutido no Capitulo 6, é apresentada no Capitulo 7. Algumas conclusoes e sugestoes

para trabalhos futuros sao descritas no Capitulo 8.



2 Confiabilidade

A anélise de confiabilidade ou sobrevivéncia é bastante utilizada na area industrial,
médica, financeira, entre outras. A varidvel resposta é o tempo transcorrido até a ocor-

réncia de algum evento de interesse.

O objetivo da andalise de confiabilidade é, estudando dados relacionados aos tempos
de falha ou sobrevivéncia de unidades especificas como pessoas ou pecas de méquinas,
fornecer uma medida capaz de nos dar uma confianca em relacao ao bom funcionamento
de um certo produto durante um periodo de tempo especificado, sob condi¢oes de uso

pré-estabelecidas (no caso da engenharia) ou em experimentos médicos.

A funcao de confiabilidade é uma das principais funcoes probabilisticas usadas para

descrever estudos de tempo de vida. Ela é definida como

R(t) = P[X > 1] t>0. (2.1)

A funcao de confiabilidade especifica a probabilidade de uma observacao nao falhar
até um certo tempo t. Baseado na andlise de confiabilidade, os fabricantes de produtos

eletronicos, por exemplo, podem melhorar a qualidade de seus produtos.

Uma caracteristica dos dados utilizados na analise de confiabilidade é a presenca de
censura, que ¢ a observagao parcial da resposta. Devido a frequentemente elevada confia-
bilidade dos componentes testados e o custo do tempo para a realizacao do experimento,
os testes de vida sao geralmente terminados depois de uma quantidade especifica de tempo
decorrido (censura tipo I) ou apés um determinado nimero de falhas ter sido observado

(censura tipo II).

Existem diversas distribuicoes de probabilidade que sao utilizadas em analise de confi-
abilidade, algumas delas destacam-se das demais por sua comprovada adequagao a varias
situagoes praticas, por exemplo, a distribuicao Weibull. Ela é uma das mais importantes
distribuigoes de probabilidade utilizadas em problemas de confiabilidade. Mann (1968)

discute uma variedade de situacoes onde esta distribuicao pode ser empregada.

Na estimacao dos parametros de uma distribuicao o método de méxima verossimi-
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lhanca ¢ uma técnica estatistica amplamente utilizada, fornecendo estimativas satisfato-
rias, principalmente quando o tamanho da amostra é grande. Porém, nos casos em que a
estimacao da funcao de confiabilidade é realizada com base em amostras pequenas, o esti-
mador de méxima verossimilhanca pode tornar-se impreciso e até mesmo pouco confiavel.
Assim, o uso da inferéncia Bayesiana pode ser uma alternativa poderosa na estimacao dos

parametros.

Esse capitulo estd organizado da seguinte maneira: Na Secao 2.1, a inferéncia para-
métrica da funcao de confiabilidade é discutida. A inferéncia paramétrica da funcao de

confiabilidade na presenca de censura é abordada na Secao 2.2.

2.1 Inferéncia Paramétrica da Funcao de Confiabilidade

Existem diversas distribuicoes de probabilidade que sao utilizadas na anélise esta-
tistica de dados de confiabilidade, tais como Exponencial, Log-normal, Weibull, entre
outras. Tais distribuicoes tém se mostrado apropriadas para descrever o tempo de vida

de equipamentos e produtos industriais.

A grande popularidade da distribuicdo Weibull se deve ao fato dela apresentar uma
grande variedade de formas. A densidade da distribuicao Weibull do tempo de falha da

varidvel X é dada por

ro =2 () e {- ()} >0 (2.2

(0% (07

dependente dos parametros a > 0 e 8 > 0, em que « é o parametro de escala e § o de

forma da distribuicao.

Para a distribuicdo Weibull definida em (2.2), a fun¢ao de confiabilidade ¢ dada por

R(t) = eap {— <§>B} | (2.3)

A estimagao da funcao de confiabilidade pode ser feita através dos métodos Bayesianos

ou do método de maxima verossimilhanca.

Algumas formas da fungao de confiabilidade de uma varidvel X com distribuicao

Weibull sao apresentadas na Figura 1.

Seja X1,...,X,, uma amostra aleatoria de X com fun¢ao densidade de probabilidade
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1.0

0.8
|

R(t)

0.4

0.2
|

0.0

Figura 1: Funcao de confiabilidade da distribuicao Weibull para diversos f’s e a = 8.

dada em (2.2), entdo a fungdo de verossimilhan¢a para os parametros « e § é dada por
EANE = SV —~ ()5
L(a, Blx) = ( = (%) > ()} 2.4
= (2) TG et -2 (G (2.4)

Os estimadores de méxima verossimilhanca de e e § podem ser obtidos resolvendo si-

olnL __ oln L
AT

multaneamente as equacoes = 0. Dessa forma, a estimativa do parametro

a é

n ~
> o)
=1

a = - (2.5)
e substituindo (2.5) na equagao 8%L = 0 tem-se
1 lnx;, > x?ln x;
4 z:ln o z:ln . =0 (26)
P A

Como (2.6) ndo pode ser resolvida analiticamente para [, utiliza-se alguma aproxi-

macao numeérica, como o Método de Newton Raphson.

Pela propriedade de invariancia dos estimadores de maxima verossimilhanca, uma vez
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estimados a e 8 podemos obter a estimativa de R = }?(to) que é dada por

R:ea:p{— (%)B} (2.7)

Uma possivel reparametrizacao encontrada em Moala, Rodrigues e Tomazella (2009)
pode ser utilizada para obter as propriedades assintéticas do estimador da confiabilidade,
R. Reparametrizando (v, B) para (R, W), em que W = e R = exp {— (é)ﬁ} e utili-

zando (2.4), temos que a funcdo de verossimilhanga de (R, W) é dada por
n 1 W-1 2 yXV
L(RW|x) =W (lnﬁ) Hy Ri=" . (2.8)

em que y; = .

Moala, Rodrigues e Tomazella (2009) obtiveram a matriz de informagao de Fisher

esperada para os parametros (R, W) dada por

1 ¢(2)4n(ln%)
1 2 1'7,i
I(RwW)=| ™(ng) fving (2.9)

%’jﬁl}z}*) L {In? (In) — 20(2)in (Ind) + d}

em que ¢ ¢ a funcao digama, 1)’ é a funcao trigama e d = ¢'(2) + ¢ (2)* + 1.

Sabendo que assintoticamente os estimadores R e W possuem distribuicao
(R, W) ~ Ny [(R, W), I7Y(R, W)], (2.10)

conclui-se que a distribuicao assintotica do estimador de maxima verossimilhanca R é

VAR—R) o N(0,1) (2.11)

N

var(R)

em que var(R) = -5, (Rln%)2 [In? (Ing) — 2¢(2) — In (Ing) +d].

Em uma anéalise Bayesiana ¢ necessario especificar uma distribuicao a priori para os
parametros. Se nao existe informacao a priori previamente disponivel, entao a incerteza
sobre os parametros pode ser quantificada com distribui¢oes a priori nao informativas.
Existem diversas distribuicoes a priori na literatura, algumas das mais conhecidas sao as
prioris de Jeffreys (1967) e Referéncia (Bernardo,1979).

Uma distribuicao a priori nao informativa para representar uma situacao em que existe
pouca informacao previamente disponivel sobre os parametros foi proposta por Jeffreys

(1967). Desde entao, essa distribui¢do a priori tem um importante papel na inferéncia
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Bayesiana. A priori de Jeffreys é dada por
T(R,W) o< /det (R, ). (2.12)

Essa distribuicao a priori possui a vantagem de ser invariante sob transformagoes um
a um dos parametros. Supondo que nao existe nenhuma informacao a priori sobre R e W
e utilizando (2.9) e (2.12), a priori de Jeffreys para (R, W) é dada por

1

RW)oc —— .
(&, )OCRWln%

(2.13)

Na inferéncia Bayesiana, todas as quantidades incertas sao modeladas em termos
da sua distribuicao conjunta a priori e posteriormente sao atualizadas, pelos dados da
amostra, em termos da distribuicao conjunta a posteriori. Logo, a distribuicao conjunta

a posteriori é dada por

n

n—1 " wo1 o 1
pi(R, W) oc W (In, [ 'r= 5 (2.14)
=1

A priori de referéncia é uma outra priori que pode ser empregada na analise de con-
fiabilidade. Ela foi introduzida por Bernardo em 1979 e posteriormente desenvolvida por
Berger e Bernardo (1992). O intuito é encontrar uma distribui¢ao a priori ndo informativa

que maximize a informagao para os parametros proveniente dos dados.

Uma caracteristica importante do método de Berger-Bernardo para construir uma
priori nao informativa é o diferente tratamento aos parametros de interesse e nuisance.
Quando existem parametros nuisance, a priori de referéncia ird depender dos parametros

que foram julgados de interesse.

Suponha que a distribui¢do conjunta a posteriori de (¢, \) é assintoticamente normal
com matriz de covariancia S(¢E, 5\) = [‘1(q3, 5\) Assim, sob adequadas condigoes de re-
gularidade (ver Bernardo (1996) para mais detalhes) a priori conjunta de referéncia pode
ser escrita como o produto de duas funcoes independentes dos parametros como mostra

o Teorema 1, descrito em Bernardo (2005).

Teorema 1: Se o espac¢o do parametro nuisance A(¢) = A é independente de ¢ e as
1

fungoes S;12 (¢, \) e I4(¢, \) forem fatoradas na forma

ol
=

[Sll(ﬁba/\)]_ :Ql(ﬁb)hl(/\) ) [[22(9257)‘)} :92(¢)h2(/\) (2-15)

entao

m(¢) x g1(¢) : T(Al) o ha(A) (2.16)
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e a distribuicao a priori de referéncia considerando ¢ o parametro de interesse e A nuisance
é dada por
T(A, @) = g1(@)ha(N). (2.17)

Mais detalhes podem ser encontrados em Bernardo(2005).

Agora, considere a construgao da distribuicao a priori de referéncia para a fungao de
confiabilidade R(t) da distribuicao Weibull apresentada em (2.2).

A distribuicao a priori de referéncia nao é invariante, assim nao seria possivel fazer
inferéncias sobre a confiabilidade se tivéssemos utilizado a parametrizagao (o, 5). Dessa
forma, ela s6 pode ser utilizada porque realizamos a reparametrizagao (R, W). O para-

metro de interesse é R(t) = exp {— (i)ﬁ} e o parametro nuisance escolhido é W = .

A matriz de informagao de Fisher, dada em (2.9), possui a seguinte matriz inversa

S(rw) =S

2

R? (ln%)2 [In? (In%) —2¢(2)p+d] =W RIng [(2) — p]

(2.18)
~W Rk [1:2) — p] i

em que d = ¢/(2) +¥(2)*+ 1 e p=In (Iny). Assim, a priori de referéncia ¢ determinada

da seguinte forma

S (6.0) = 1 —g(B(W)  (219)
R (ink) \/in? (ink) — 20:(2)p +d

com gy (R) = R(ln%)\/an(;z%)f2w(2)p+d7 tal que

(R) = ! | (2.20)
R(ink)\/in? (ink) — 20(2)p+d
Similarmente,
1(6.%) = %\/ i (ing;) = 2002+ d = (R (Y) (2.21)
com hy(W) = 4, e entdo

7(W|R) = % (2.22)

Portanto, usando o Teorema 1, a distribuicao priori conjunta de referéncia com para-

metro de interesse R é

(R, W) = ! L (223)

WR (Ink) /in? (Ink) — 20:(2)in (Ink) +v/(2) + ¥(2)2 + 1
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A distribuicao conjunta a posteriori para os parametros (R, W) é dada por

(R, W|x) 1 lnl nﬁ VlVlR'éyﬁw(R W) (2.24)
P2\ 17, wn R Yi ) ’ .

i=1
em que w(R, W) é uma distribui¢ao conjunta a priori apropriadacom 0 < R < 1e W > 0.

Claramente (2.24) é uma complexa fun¢do de R e W e para fazer inferéncias sobre
o parametro R é necessario obter as integrais que envolvem a densidade a posteriori,
a qual é analiticamente intratavel. Dessa forma, o uso de métodos numéricos MCMC
(Markov Chain Monte Carlo), como o popular algoritmo de Metropolis-Hastings, torna-

se indispensavel para a obtencao das estimativas dos parametros desconhecidos.

Exemplo 1: A situagao apresentada aqui pertence a um famoso exemplo de Lieblein e
Zelen (1956) sobre o tempo de fadiga de rolamentos de esferas. Os dados sdo apresentados
na Tabela 1.

Tabela 1: Observacoes do niimero de ciclos até a falha
17,88 28,92 33,00 41,52 42,12 45,60
48,48 51,84 51,96 54,12 55,56 67,80
68,64 68,88 84,12 93,12 98,64 105,12

105,84 127,92 128,04 173,40

Foi utilizado o método MCMC (Monte Carlo via Cadeias de Markov), algoritmo de
Metropolis Hastings, para simulagao de amostras dos valores de R e W das distribuicoes
marginais a posteriori de (2.14) e (2.24). Como o maior interesse estd na estimativa da

confiabilidade, apenas os resultados de R serao apresentados.

Uma cadeia com 20000 iteragoes foi gerada no pacote estatistico R (R Development
Core Team, 2012), com o objetivo de simular amostras dos valores de R das distribuigao
a posteriori. As exigéncias de convergéncia da cadeia para a distribuicdo de equilibrio

foram checadas, como mostram as Figura 2 e 3.

Os estimadores de méaxima verossimilhanca sao: & = 81,88 e B = 2,102. Substituindo
esses valores estimados em (2.7), obtém-se a estimativa da confiabilidade para ¢ = 100

que é de aproximadamente 0,22 e seu intervalo de confianga de 95% (0,107 ; 0,391].

A Tabela 2 fornece as estimativas a posteriori do parametro R (média) e respectivas
variancias, além dos intervalos de credibilidade de 95% para cada uma das distribuicoes

a priori, Jeffreys e Referéncia.

De acordo com os resultados apresentados na Tabela 2, a probabilidade do tempo de

vida dos rolamentos de esfera ser maior que 100 ciclos é de aproximadamente 0,24.
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Figura 2: Cadeia gerada pelo MCMC para R e correspondente correlograma considerando
a distribuicao a priori de Jeffreys.
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Figura 3: Cadeia gerada pelo MCMC para R e correspondente correlograma considerando
a distribuicao a priori de Referéncia.

Esse exemplo ja foi discutido por varios autores, incluindo Singpwarla (1988) que
ajustou esses dados a uma distribuicao Weibull utilizando informacgao de um especialista
para determinar os hiperparametros da distribuicao conjunta a priori. Para a distribuicao

a priori do f3, o autor considerou a distribuicdo Gama(f, ¢), dada por

m(B) = %5“"1%}7{—95} 8 >0, (2.25)
como priori para o parametro [ e para « considerou uma normal truncada
e 2
(o) = k erp 1 (—046[j — M) a >0, (2.26)
2o 2 o

em que ¢ = [n(In2) e k = fﬁ@ﬂ)féeﬂfp{_uzi}du'
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Tabela 2: Estimativas para o parametro R para t = 100

Estimativas Jeffreys Referéncia
Média 0,239 0,244
Variancia 0,005 0,005
I. Cred. [0,116 ; 0,389] [0,119 ; 0,404]

Jeffreys

,,,,,,,,, Referéncia

posteriori

Figura 4: Densidades marginais a posteriori para o parametro R.

A multiplicacdo de (2.25) e (2.26) resulta na distribui¢do conjunta a priori especificada
por ele, cujos hiperparametros escolhidos foram § = 0,15, ¢ =2, p =80 e o = 12. O
autor nao estabelece a metodologia para obtencao dos valores considerados para os hiper-
parametros. As estimativas dos parametros « e [ encontradas foram, respectivamente,
85 e 2,12. Substituindo novamente os valores das estimativas dos parametros em (2.7),

encontra-se 0,243 como estimativa da confiabilidade em ¢ = 100.

Observa-se que as diferentes abordagens (Frequentista e Bayesiana) adotadas para a

resolucao desse problema produziram resultados similares.

2.2 Inferéncia Paramétrica da Funcao de Confiabilidade
na presenca de censura

Na anélise de confiabilidade a presenca de observagoes incompletas ou parciais é fre-
quente. Essas observacoes censuradas podem ocorrer por uma variedade de razoes, dentre

elas, a nao ocorréncia do evento até o término do experimento.
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Todos os resultados provenientes de um estudo de confiabilidade devem ser utilizados
na analise estatistica. As razoes sao:
i) Apesar de serem incompletas, as observagoes censuradas fornecem informagoes sobre o
tempo de vida do produto ou componente em estudo;
ii) O descarte das observacoes censuradas na analise estatistica pode levar a conclusoes

viciadas.

A seguir serao apresentados os procedimentos para a analise de confiabilidade de dados

que possuem censura tipo II e censura tipo I.

2.2.1 Censura tipo 11

Para dados censurados tipo II, consideramos as n unidades em teste e terminamos
o experimento quando ocorre a r-ésima falha (r fixo, 1 < r < n). Assim, somente os
r menores tempos sao observados. O numero de falhas r é fixado antes do comeco do
experimento. Nesse caso, a funcao de verossimilhanca baseada nos r tempos de falha

Xay,. .., Xy € dada por
L=—+H !f(x(l)) o flae)[S@e)]" (2.27)

Para tempos de vida de componentes provenientes da distribuicao Weibull apresentada

em (2.2) com censura tipo II, a funcdo de verossimilhanga é dada por

e =(3) TICR) "ol - S () ~an ()} o

Os estimadores de maxima verossimilhanca, & e (3, dos parametros desconhecidos da

distribuicao Weibull sao dados por

1
n 3 5
€T
r
e substituindo (2.29) na equagao ala%L =0 tem-se
| Slnz;, > x?ln T
5 + = — - = — =0 (2.30)
>

i=1

Novamente algum método numérico como o de Newton-Raphson deve ser utilizado
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para resolver a equagao (2.30).

A estimativa de méaxima verossimilhanca da confiabilidade, R = R(to), pode ser obtida

através das estimativas de maxima verossimilhanca de a e 8 por R= exp {— (%)5}

Para uma anélise Bayesiana com esquema de censura, podemos considerar diferentes

distribuicoes a priori para a confiabilidade.

Primeiramente, visto que R(t) ¢ uma funcdo de o e  para um tempo ¢ fixado, e
(R, W) possui uma relagado um-a-um com (c, ), é possivel desenvolver um procedimento
alternativo de estimagao de R(t). Ao invés de especificar uma distribuigdo a priori para «
e B do modelo Weibull, podemos usar uma distribui¢ao que varie no intervalo [0, 1] para

representar a distribuicdo a priori para a confiabilidade R(t), para t fixado.

Entao considerando a parametrizagao (R, W) e os dados censurados tipo 11, a funcao
de verossimilhanca de R e W pode ser encontrada substituindo os parametros a e (8
da funcdo de verossimilhanga da distribui¢do Weibull em (2.28) por W = g e R =
exp {— (2)5} . Assim a fungao de verossimilhanga de (R,W) pode ser escrita como

o (0 LY T e p v e
LR W|x)=W (lnﬁ) Hy(i) R= . (2.31)

Uma possivel distribuicao a priori para R poderia ser a distribuicao Beta, com densi-

dade dada por
1

m(R) = RH1 - R 0<R<1 (2.32)
B(v,7)
em que v,y > 0 e B(v,7) é a fungao beta com B(v,v) = W A distribuicao Beta
possui uma grande variedade de formas e tem média # e variancia m

A distribuigao Beta(0,0) é uma distribui¢do a priori impropria e algumas vezes é
utilizada para representar o nao conhecimento de informacoes a priori dos valores dos
parametros. Assumindo independéncia entre R e W e considerando que a distribuicao a
priori de R ¢ a Beta(v,v) e a de W & uma Gama(a,b) (observe que W é uma variavel nao

negativa), tem-se a distribuigdo conjunta a priori dada por
m3(R, W) oc RV (1 — R "W teap {-Wb}, (2.33)

com hiperparametros v > 0, v > 0, a > 0 e b > 0. Para que a distribuicao Gama torne-se
nao informativa os valores dos hiperparametros sao geralmente considerados conhecidos
com a = 0.01 e b= 0.01.

Pode-se considerar também a distribuicao Log-Gama Negativa como priori para R.
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Nesse caso, a densidade com k e A como hiperparametros é dada por
A" 1\"" A1
T(R)==— (= R, 0<R<1, (2.34)

denotada por LGN (k, A). A média dessa distribui¢do é (1 +
por (143) "~ (14 1) ™

—K .« A . .
i) e a variancia é dada

Nao é dificil mostrar que a fun¢do acumulada de R correspondente a (2.34) pode ser

escrita como

1
F(Rlk\)=1—1 (/{, A ln}—%> , 0<R<l, (2.35)
em que I(u, z) é a fungdo gama incompleta.

A distribuicdo Log-Gama Negativa foi discutida e utilizada em confiabilidade por
Springer e Thompson (1965, 1967), Mann(1968) e outros.

A distribuicao Log-Gama Negativa e Beta seriam um procedimento alternativo na
selecao de distribuicoes a priori, quando o especialista possui um conhecimento mais
aprofundado sobre as propriedades da confiabilidade de um item em estudo. Novamente os
parametros R e W foram considerados independentes e a distribuicao Gama, foi atribuida

ao parametro W. Assim a distribuicao conjunta a priori é dada por

1 k—1
(R, W) (ﬁ) RM»'Welexp {—Wh}, 0<R<1,W>0, (2.36)

com hiperparametros £k > 0, A >0, a >0e b > 0.

Assumindo dependéncia entre os parametros R e W, pode-se considerar uma dis-
tribuicao a priori bivariada derivada da funcao copula. Um caso especial é dado por

Farlie-Gumbel-Morgenstern (ver Morgenstern, 1956) e sua expressao é
m(R,W|p) = f1(R) (W) + pf1(R) f2(W)[1 = 2 (R)][1 — 2F5(W)], (2.37)

em que f1(R) e fo(W) sdo, respectivamente, as distribui¢bes marginais para R e W; Fi(R)
e Fy(W) correspondem as distribui¢oes acumuladas de R e W, respectivamente. Observe

que se p = 0, os parametros R e W sao independentes.

Nesse trabalho, assumimos distribuicao marginal Gama para W e distribui¢cao mar-

ginal Log-Gama Negativa para R, resultando na seguinte priori

1 k—1
75(R, W|p) (}_%) RM'Wetexp {—~)

140 {1 (ﬁ, A ln%) - 1} (1= 27 (a,7)], (2.38)

comy=Wb0O<R<1,W>0e-1<p<l.
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Nesse caso, a distribui¢ao a posteriori pode ser escrita como
ps(R, Wlz) o< L(R, W|z)x(R, W|p)x(p), (2.39)

em que 7(p) é a distribuicdo a priori para p.

Muitas distribuicoes a priori podem ser especificadas para p, uma possibilidade é

considerar uma distribui¢ao a priori uniforme no intervalo [—1, 1].

Como as distribuicoes a priori propostas nesse trabalho requerem métodos de simu-
lacao para a determinacao da distribuicao a posteriori, média a posteriori, variancia e
intervalos estimados utilizou-se 0o MCMC para gerar amostras da distribuicao conjunta a

posteriori.

Exemplo 2: Mann e Fertig (1973) apresentam um conjunto de dados provenientes de
um teste de tempo de vida de componentes de um aviao. Foram colocados em teste 13
componentes, o experimento foi finalizado quando ocorreu a décima falha. Os dados sao

apresentados na Tabela 3.

Tabela 3: Tempo de vida (em horas) de componentes de um aviao
0,22 0,50 0,88 1,00 1,32
1,33 1,54 1,76 2,50 3,00

Para que as distribuicoes a priori se tornassem nao informativas, os hiperparametros
escolhidos da distribuicao Log Gama Negativa foram x = 0,1 e A\ = 0,01. J4 para a

distribuicao Beta, foram especificados v =0 e v = 0.

Uma cadeia com 20000 iteracoes foi gerada para cada distribuicao a posteriori de
R. As exigéncias de convergéncia foram checadas através dos gréaficos apresentados nas

Figuras 5, 6 e 7.

Tabela 4: Estimativas a posteriori para R em t = 2 e intervalos de credibilidade de 95%

Estimativas Beta LGN Copula
Média 0,212 0,224 0,222

Variancia 0,010 0,011 0,011
[.Cred. [0,056 ; 0,444] {0,066 ; 0,465] [0,064 ; 0,457

De acordo com os resultados obtidos utilizando as distribuigoes a priori Log-Gama
Negativa e Copula, a probabilidade estimada do tempo de vida de componentes de um
aviao ser maior do que duas horas é de aproximadamente 0,22. E segundo o resultado da

priori Beta, essa probabilidade é de 0,21.

A Figura 8 mostra as densidades marginais a posteriori da confiabilidade.
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Figura 5: Cadeia gerada pelo MCMC para R e correspondente correlograma considerando
como priori a distribuicao Beta.
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Figura 6: Cadeia gerada pelo MCMC para R e correspondente correlograma considerando
como priori a distribuicao Log Gama Negativa.

2.2.2 Censura tipo 1

No esquema de censura tipo I, o experimento é finalizado apdés um periodo pré-
estabelecido de tempo, L. Uma forma mais geral de dados com censura tipo I é um
experimento em que cada componente testado possui seu especifico tempo de censura,

pois nem todas as unidades comecaram o teste ao mesmo tempo.

Suponha que n itens (componentes eletronicos, por exemplo) sdo testados em um
experimento de tempo de vida. Os tempos de vida das unidades amostrais sao variaveis
aleatorias independentes e identicamente distribuidas. Seja Li,...,L, os tempos de cen-
sura fixados para cada unidade no experimento. O tempo de vida X; do i-ésimo item seré

observado se X; < L;, i = 1,...,n. Portanto, os dados observados sao (¢;,9;), em que
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Figura 7: Cadeia gerada pelo MCMC para R e correspondente correlograma considerando
a priori Copula.

1 seT, < L
5i={ el (2.41)

0 selT;> L.

é a variavel aleatoria indicadora d; que mostra se T} é censurado ou nao.

Se os pares (t;,0;) sao independentes, entdo a fungao de verossimilhanga é dada por
L= ]I ST, (2.42)

onde S(.) é a fungao de sobrevivéncia.

Se os tempos de vida dos itens colocados sob teste seguem uma distribuicao Weibull

dada em (2.2), entdo a fungao de verossimilhanca para os parametros « e [ é escrita como

s = (5) TTC) oS5 () e - So0-00 (2}

. (2.43)

n
em que r = »_ §; denota o namero de itens que falharam (§; = 1).
i=1

As equacoOes de verossimilhanca para « e § sao dadas por

a=|= = (2.44)
T
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posteriori

Figura 8: Densidades marginais a posteriori para o parametro R

e B como solucao da seguinte equagao

+= == = 0. (2.45)
=1 =1

Q>| =

Para esse esquema de censura, a fun¢io de verossimilhanga dos parametros (R, W) é

dada por

e (0 L 1T, w0 e
L(R,W|x) =W (lnﬁ> Ey(i) R (2.46)

em que T* = )" (5¢y§ +>(1—=46) (LT)ﬁ
i=1 i=1

Para uma anélise Bayesiana da confiabilidade com censura tipo I, consideramos as
mesmas distribuigoes a priori discutidas na secao anterior, porém a funcao de verossimi-
lhanca utilizada ¢ dada em (2.46).

Exemplo 3: Bartholomew (1957) descreve uma situagdo em que pecas de um equipa-
mento sao instaladas em diferentes instantes. Apo6s algum tempo, algumas pecas falharam
e as demais continuaram funcionando. O objetivo é estudar a distribuicao dos tempos
de falha desse tipo de peca de equipamento e estimar a proporcao delas que irao falhar

dentro de um tempo especificado.

A Tabela 6 apresenta os resultados de 10 equipamentos testados nesse experimento,
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que foi finalizado em 31 de agosto.

Tabela 5: Tempo de funcionamento de 10 pecas de equipamento

[tem 1 2 3 4 5
Data da Instalacao | 11 de jun. 21 de jun. 22 de jun. 2 dejul. 21 de jul.
Data da Falha 13 de jun. - 12 de ago. - 23 de ago.
Tempo de Falha(dias) 2 >72 51 >60 33
[tem 6 7 8 9 10

Data da Instalacao 31 de jul. 31 de jul. 1 ago. 2 de ago. 10 de ago.
Data da Falha 27 de ago. 14 de ago. 25 de ago. 6 de ago. -
Tempo de Falha(dias) 27 14 24 4 >21

Observe que existem trés itens que nao falharam durante o experimento (n° 2, 4 e 10),
logo eles sao censurados. Os dados da Tabela 6 podem ser escritos de uma outra forma

apresentada na Tabela 7.

Tabela 6: Tempo de falha e tempo pré-estabelecido para cada peca de equipamento
Item 1 2 3 4 5 6 7 8 9 10
T; 2 - 51 - 33 27 14 24 4 -
L; 81 72 70 60 41 31 31 30 29 21

Uma cadeia com 20000 iteragoes foi gerada para cada distribuigao a posteriori. As
exigéncias de convergéncia foram checadas através dos gréaficos apresentados nas Figuras
9,10 e 11.

o 5000 10000 20000 o s 10 is 20 25 30
Time Laa

Figura 9: Cadeia gerada pelo MCMC para R e correspondente correlograma considerando
como priori a distribuicao Beta.

Analisando a Tabela 8, podemos observar que as estimativas da confiabilidade obtidas
foram similares, assim como a variancia e os intervalos de credibilidade. De acordo com
os resultados obtidos, utilizando as prioris Beta e Copula, a probabilidade estimada do

tempo de vida de determinada peca de equipamento ser maior do que trinta dias é 0,49.
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o 5000 10000 20000 o s 10 is 20 25 30
Time Laa

Figura 10: Cadeia gerada pelo MCMC para R e correspondente correlograma conside-
rando como priori a distribuicao Log Gama Negativa.

Figura 11: Cadeia gerada pelo MCMC para R e correspondente correlograma conside-
rando a distribuicao a priori Cépula.

A Figura 12 ilustra as densidades marginais a posteriori correspondentes as trés dis-

tribuicoes a priori em estudo.

Lawless (1982) também discute esse exemplo. Ele ajustou esse conjunto de dados a
uma distribuicao Exponencial. Pelo método de maxima verossimilhanca, a estimativa do
parametro A é 0,023 e seu intervalo de confianca de 95% é [0,012 ; 0,107]. A estimativa da
confiabilidade R, para t = 30, é de 0,506 e o intervalo de confianca de 95%, ¢é [0,07;0,676].
Observe que os resultados obtidos por esse autor sao proximos aos obtidos com a analise

Bayesina realizada acima.

O Capitulo 2 dessa dissertacao resultou em um artigo intitulado Bayesian estimation
of reliability of the eletronic components using censored data from Weibull distribution:
different prior distribution, submetido a revista International Journal of Industrial En-

gineering Production Research.
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Tabela 7: Estimativas a posteriori para R com ¢t = 30 e intervalo de credibilidade de 95%

Estimativas Beta Log Gama Neg. Copula
Média 0,491 0,499 0,494

Variancia 0,016 0,016 0,015
[.Cred. [0,246 ; 0,740] (0,261 ; 0,742] (0,249 ; 0,739]

LGN

Beta

Copula LGN

25

15 2.0

posteriori

1.0

0.0

0.2 0.4 0.6 0.8
R

Figura 12: Densidades marginais a posteriori para o parametro R no instante ¢ = 30.
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3 FElicitacao

A elicitacao é o processo de transformacgao do conhecimento de um especialista sobre
alguma quantidade desconhecida na forma de uma distribui¢do de probabilidade. No
contexto da andlise estatistica Bayesiana, essa distribuicao de probabilidade é geralmente
utilizada como distribuicao a priori para um ou mais parametros desconhecidos de um

modelo estatistico.

A elicitacao é uma parte importante do paradigma Bayesiano, porém, ainda pouco
utilizada. Apesar de trazer grandes contribuicoes a analise estatistica, muitos acreditam
que a elicitacao ¢ invidvel. Um dos fatores é a dificuldade em representar adequadamente
a opiniao do especialista na forma probabilistica, outro é o vicio algumas vezes encon-
trado nas respostas dos especialistas quando questionados sobre situagoes que envolvem

incertezas.

O desafio no processo de elicitagdo consiste na elaboracao de perguntas adequadas
que permitam capturar o conhecimento do especialista e amenizem o possivel vicio de
suas respostas. Além disso, é necessario uma fase de treinamento para que o especialista

se familiarize com o formato do processo de elicitacao.

Existem diversas aplicacoes das técnicas de elicitacao no estudo de situacoes raras, ou
seja, situacoes em que nao existe uma quantidade relevante de dados disponivel. Nesses
casos, a opiniao do especialista é fundamental no processo de decisao. Gustafson et al.
(2003) elicitou a opiniao de um especialista sobre mudanga organizacional, nessa situacao
nao existiam dados disponiveis. Dominitz (1998) elicitou a opinido de um especialista
sobre futuras remuneragoes, novamente nao existiam dados. Ang e Buttery (1997) elici-
taram avaliagoes sobre a seguranca de usinas nucleares. Laws e O’Hagan (2002) elicitaram
a opiniao de um especialista sobre erros no processo de auditoria financeira. Alguns ou-
tros exemplos podem ser encontrados em Grisley e Kellogg (1982) sobre aplica¢oes na

agricultura e Coolen et al. (1992) em aplicagoes na engenharia.

E assumido que o especialista apenas é capaz de definir algumas medidas de sua
densidade, tais como mediana, moda, média e percentis. Para traduzir essas informacoes

na forma de uma distribuicdo de probabilidade podemos utilizar tanto a metodologia
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paramétrica quanto a nao-paramétrica. Na elicitacao paramétrica, o estatistico ajusta as
informacoes provenientes do especialista a uma distribuicao pertencente a alguma familia
de distribuicoes paramétricas. A elicitacao nao-paramétrica é um procedimento mais

flexivel e serd abordada no Capitulo 6.

Esse capitulo esta organizado da seguinte maneira: Na Secao 3.1, os estagios do pro-
cesso de elicitacao sao descritos. Algumas técnicas de elicitacao paramétrica sao abordadas

na Secao 3.2.

3.1 O Processo de Elicitacao

Segundo Garthwaite, Kadane e O’Hagan (2005) o processo de elicitacao pode ser

dividido em quatro estagios.

1. Consiste na selecao e treinamento do especialista. O treinamento do especialista é
realizado para investigar a precisao de suas especificacoes probabilisticas e familiariza-lo

com o procedimento estatistico, para aqueles que nao o conhecem.

2. A elicitagao das especificagoes probabilisticas do especialista. As especificacoes escolhi-
das podem ser momentos da distribuicao ou qualquer outra quantidade que o estatistico
acredita que o especialista possa ser capaz de fornecer. Nesse trabalho, alguns percentis

serao elicitados nesse estagio do processo.

3. Ajuste de uma distribuicao de probabilidade as especificacoes probabilisticas forneci-
das pelo especialista. A distribuicao ajustada é conhecida como densidade estimada do

especialista, pois tal distribuicao representa a opiniao do especialista.

4. Conhecido como feedback, os resultados do ajuste sao apresentados ao especialista que
avalia se sua opiniao esta sendo bem representada. Se o especialista ficar insatisfeito com

os resultados, entao retorna-se ao estagio dois e elicita-se mais informagoes.

O estagio 2 tem sido foco de muitos trabalhos na area da psicometria. Apesar de
existir uma vasta literatura sobre os aspectos psicométricos no processo de elicitacao, nao
faz parte do objetivo desse trabalho tal estudo. Uma revisao sobre esses aspectos podem
ser encontrada em Daneshkhah (2004).

3.2 Técnicas Paramétricas de Elicitacao

Uma das suposicoes presentes na maior parte das técnicas de elicitacao ¢ a de que a

densidade do especialista pertence a alguma familia paramétrica. Assim, o foco do estudo
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torna-se a elicitacao dos hiperparametros da densidade de probabilidade selecionada.

Uma vez obtidas as especificagoes probabilisticas do especialista, o processo de elicita-
¢ao se completa com o ajuste de uma distribuicao a esses dados elicitados. A distribuicao
Uniforme é a distribui¢ao mais simples que pode ser ajustada as crencas do especialista.
Nesse caso, o especialista s precisa especificar um intervalo [a, b] no qual ele acredita que
o parametro esteja. Na maioria das vezes, essa distribuicao é bastante criticada por ser
muito simples. Ela atribui probabilidade zero para os valores que se encontram fora do
intervalo especificado e mesma probabilidade para todos aqueles que pertencem ao inter-
valo. Assim, valores proximos a extremidade do intervalo possuem mesma probabilidade

daqueles que se situam no centro do mesmo.

A distribuicao triangular evita o problema de atribuir mesma probabilidade para va-
lores centrais e extremos. Para essa distribuicao, o especialista também precisa especificar

a moda, denotada por m. Entao a distribuigao assumida possui densidade

9 b-z g0 m<ax<bh

f(l”):{ 2% se a<zx<m
(b—a)(b—m)

O ajuste dessa distribuicao a crenca do especialista pode ser melhor do que o encon-
trado com a distribuicao uniforme, porém a probabilidade de um valor que nao pertence

ao intervalo ainda é zero.

Geralmente, métodos de elicitacao mais complicados impoem uma estrutura sobre
a opiniao de um especialista, assumindo que seu conhecimento pode ser representado
adequadamente por uma distribuicao de probabilidade mais complexa do que a uniforme

e a triangular.

Essas distribuicoes de probabilidade sdo controladas por um ou mais parametros (co-
nhecidos como hiperparametros). Assim, o processo de elicitagdo consiste em escolher
adequadamente valores para esses hiperparametros que consigam capturar as principais

caracteristica da opiniao do especialista.

3.2.1 Ajustando a distribuicao Beta

A distribuicao Beta é bastante utilizada para representar o conhecimento do espe-
cialista para determinadas quantidades de interesse, por exemplo R(t). Se X possui
distribuicao Beta com parametros [ e k, entao sua funcao densidade de probabilidade é

dada por

flz) = B k)xl’l(l — )kt 0<z<l, (3.1)
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[ lk

BX) =17 e Vor®) = s s o

(3.2)

A distribuicao Beta possui dois parametros que nao devem ser elicitados diretamente,
visto que é impraticavel esperar que o especialista entenda a funcao dos parametros de
uma distribuicao de probabilidade. Porém, a média e a varidncia da distribuicao Beta
possuem relacao direta com seus parametros. Assim, elicitando os valores da média e
variancia podemos determinar os valores de [ e k. Contudo, a elicitacao dos momentos de

uma distribui¢do é muito criticada (veja Garthwaite, Kadane e O’Hagan, 2005).

Alguns pesquisadores como Beach e Swenson (1966), Peterson e Miller (1964) e Spen-
cer (1961) investigaram a habilidade das pessoas em fornecer medidas de tendéncia central.
Uma amostra de niimeros foi exibida para alguns individuos para que estimassem a média,
a moda e a mediana. Os pesquisadores observaram que quando a distribuicao da amostra
era aproximadamente simétrica, as estimativas dessas trés medidas eram precisas. Porém,
0 mesmo nao acontecia quando a distribuicao da amostra era assimétrica. Por exemplo,
os pesquisadores Peterson e Miller (1964) observaram que quando a distribui¢ao era as-
simétrica a direita, as avaliacoes da mediana e da moda foram razoavelmente precisas,

porém as avaliagoes da média foram tendenciosas.

A elicitacao da varidncia é ainda mais criticada. Em estudos onde a estimativa da
variancia foi requisitada ao especialista, os pesquisadores perceberam que as pessoas tém
muita dificuldade em entender o significado da variancia e atribuir valores numéricos a

ela. Assim, a variancia nao deve ser elicitada diretamente.

Um método apresentado em O’Hagan (1998) utilizado para ajustar qualquer distribui-
cao a opiniao do especialista, evita a elicitacao da variancia. Em um primeiro momento,
esse método requer a elicitacio da moda (1), do limite inferior (z) e do superior (§) da dis-
tribuicao do especialista. No proximo estagio as seguintes probabilidades sao requeridas

do especialista

p2 = P

ps = P

[

( 4 .
i = P<§<X<Z+3 )

(
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As probabilidades foram requisitadas nessa ordem para minimizar o vicio. Além disso,
a escolha desses intervalos evita que o especialista avalie pequenas probabilidades. Para
fornecer uma melhor elicitacao do centro da distribuicao, os intervalos sao menores em

torno da moda.

Posteriormente as respostas sao convertidas em seis probabilidades, descritas como:

q1:P<%<X<Z+2m = D2,
i+ i + 3m
Q2=P< <X < 1 = P4 — D2,
i + 3m X
Q3:P< 1 <X <m = D1 — D4,
3 & 3
q4:P(m<X< mjs) = 1-p-w
3m+ 3§ m-+$
g5 =P <X < = Ps — D3,
4 2
- )
qG—P(m2S<X<) :pg.

Para o caso da distribuicio Beta, temos ¢ = 0 e § = 1. Para selecionar a distribuicio
Beta(i, l%) que melhor representa a opiniao do especialista, podemos utilizar o método

descrito a seguir.

e Sa0 escolhidos n possiveis valores para [ e w possiveis valores para k.

e Apenas os pares [ e k que satisfazem zik;lz =
K3 Y

selecionados. Assim, teremos r pares de valores

>

,i=1,...,nej=1,...,w, sao

ek

o~

~

e Para os r pares, consideramos que X ~Beta(l,, k,), v = 1,...,r e calculamos

q1,492,---,46-

e Para os r pares, a soma de quadrados das diferencas entre as probabilidades elici-

tadas e as probabilidades da distribuicao Beta(Zu, /%u) sao calculadas.

e Os valores de [ e k que possuem a menor soma de quadrados das diferencas sao

escolhidos como estimativas de [ e k.

Uma revisao sobre métodos que podem ser utilizados para ajustar a distribuicao Beta
a opiniao do especialista é feita em Hughes e Madden (2002). Entre os métodos descritos,
podemos destacar o de Fox (1966) e Gross (1971).
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No método de Fox (1966) o especialista é solicitado a fornecer uma estimativa para
a moda de sua distribuicao, denotada por m e a probabilidade p de X pertencer ao
intervalo [ — Zm,m + Zm], em que 0 < Z < 1 é dado ao especialista. As estimativas
dos parametros, [ e k, sao encontradas através das seguintes equacoes

~

[—1 )
= — = m,
l+Fk—2
m+Zm ; ;
— 21— o) = p.
/mzm B(l, k) ( ) P

Tais equacoes podem ser resolvidas da mesma forma utilizada no método proposto por

O’Hagan, porém o nimero de probabilidades elicitadas é apenas um e nao seis.

O método de Gross (1971) sugere que o especialista fornega a média de sua distribuicao
(Z) e a probabilidade p de X pertencer ao intervalo [0, ZZ], em que 0 < Z < 1 é dado ao

especialista pelo estatistico. As equacoes obtidas sao

[ _
— = I,
[+ kK
Zx 1 R R
/ —— M1 —2) e = p.
o B(l,k)
E também podem ser resolvidas da mesma forma utilizada no método proposto por
O’Hagan, mas os valores de [ e k selecionados serao aqueles que satisfazem l—lijk =T7.
iTRj

Exemplo 4: Suponha que a densidade verdadeira do especialista é a distribuicao Beta
com parametros [ = 4,45 e k = 2,05, dada por

1

3,45 1— 1,05' 3.3
B(4,45,2,05)" (1=-2) (33)

fz) =

Assumimos que o especialista seja capaz de fornecer as especificacoes probabilisticas
exatas de sua distribuicao. Assim, é possivel fazer a comparacao dos métodos propostos

por O’Hagan, Fox e Gross.

Utilizando o método de O’'Hagan e a densidade (3.3) temos que
n = 0,77,

m
%
QI:/ f(p)dp = 0,06,
3
0 = /n fp)dp = 0,20,
2

3
4
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Sl
@= [  flp)dp = 0,13,
%=/Af@@::&m
L
1
qw=mﬂﬂmw = 0,1L

Utilizando esse método, os parametros da distribuicao Beta selecionados foram | =
4,43 ¢ k = 2,05.

Utilizando o método de Fox e a densidade apresentada em (3.3) temos

11m

mo= 0,77, j[ " F(p)dp = 0,34,

9

10
com Z = 0,1. Os parametros escolhidos foram [ = 4,08 e k= 1,9.

Utilizando o método de Gross e a densidade apresentada em (3.3) temos

T = 0,68, f(p)dp = 0,45,
0

NIE]]

para Z = 0,5. Os parametros da distribuicao Beta selecionados foram [ = 2,29 e k= 1,1.

2.0

15

f(x)

1.0

0.5

0.0

0.0 0.2 0.4 0.6 0.8 1.0

Figura 13: A verdadeira funcao densidade do especialista (linha sé6lida), a funcao densi-
dade resultante do método de O’Hagan (linha tracejada), a fungiao densidade resultante
do método de Fox (linha pontilhada) e a fungao densidade resultante do método de Gross
(linha tracejada e pontilhada).
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Observando a Figura 13 vemos que o método de Gross apresentou o pior desempenho.
J& os métodos de O’Hagan e Fox produziram melhores resultados, as duas distribuicoes
tém a mesma moda da distribuicao verdadeira do especialista. Além disso, a assimetria

de ambas sao similares a assimetria da distribuicao verdadeira.

3.2.2 Outros Métodos de Elicitacao

Outras trés técnicas de elicitacao da distribuicao de probabilidade do especialista sao
descritas em Winkler (1967).

1. O primeiro método é conhecido como método da amostra a priori equivalente (equi-
valent prior sample method - EPS). O especialista é solicitado a determinar n e
s, tal que seu conhecimento seria aproximadamente equivalente a ter observado,
por exemplo, exatamente "s"ursos fémeas em uma amostra aleatéria de tamanho
"n"de ursos de determinada espécie. Entao a distribuicao a priori é uma Beta com

parametros "s"e "n — s".

2. O método da fungao distribuicao acumulada (cumulative distribution function method
- CDF) requer que o especialista forneca diversas especifica¢oes probabilisticas,
como a mediana e alguns percentis de sua distribuicao. Esses valores sao represen-
tados graficamente e uma suave distribuicao acumulada pode ser retirada através
deles. Entao o feedback é realizado com o especialista para verificar se o mesmo
concorda com os valores de outros percentis nao elicitados, comprovando assim a

adequacao da curva ajustada com sua opiniao.

3. No método da funcao densidade de probabilidade (probability density function method
- PDF) é solicitado ao especialista a moda da sua distribuigao e alguns pontos pro-
ximos a ela. Posteriormente, a densidade do especialista é esbocada unindo-se os
pontos elicitados. Segundo Goshing (2005) a validade desse método é questionavel,

por exigir que o especialista possua um grande conhecimento em estatistica.

Enquanto o método da amostra a priori equivalente ¢ geralmente restrito a elicita-
cao de proporcoes, os métodos da funcao distribuicao acumulada e da funcao densidade
de probabilidade podem ser utilizados para elicitar a distribuicao de qualquer variavel

aleatoria continua.
Outro método discutido na literatura é o da biseccao. Segundo O’Hagan, Garthwaite

e Kadane (2005) esse método consiste na seguinte sequéncia de perguntas:

1. Seja X a quantidade desconhecida de interesse. Determine um valor (a mediana do

especialista) tal que X é igualmente provavel ser maior ou menor do que esse ponto.
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2. Supondo que o valor de X esta abaixo da mediana especificada anteriormente, de-
termine um novo valor (quartil inferior) tal que é igualmente provavel que X seja

menor ou maior do que esse valor.

3. Supondo que o valor de X estd acima da mediana especificada na pergunta 1,
determine um novo valor (quartil superior) tal que seja igualmente provavel que X

seja menor ou maior do que esse valor.
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4  FElicitacao em Andlise de

Confiabilidade

No contexto de andlise de confiabilidade, aplicacoes da elicitacao podem ser encon-
tradas em Martz e Waller (1982), Singpurwalla (1988) e Coolen (1992).

Existem algumas técnicas de elicitacao aplicadas & analise de confiabilidade. A téc-
nica de elicitagdo, proposta por Weiler (1965), para a selegdo de uma distribuicao Beta
¢ descrita na Secao 4.1. Uma outra técnica, proposta nessa dissertacao, que utiliza a
elicitacao da funcao de confiabilidade da distribuicao Weibull para determinacao dos hi-

perparametros da distribuicao conjunta a priori é apresentada na Secao 4.2.

4.1 Elicitacao da distribuicao Beta

O método apresentado por Weiler (1965) é um dos métodos capazes de utilizar as
informacoes sobre média e percentis para a sele¢do da distribuigdo Beta (parametros [ e

k) como priori.

Essa técnica é valida nas seguintes situacoes:

e Quando a esperanca da confiabilidade, F(R), e a probabilidade p,
P(R > E(R)) = p,

sao conhecidas.

e Quando as probabilidades, p, e py, dado R, e Ry,

P(R>R,)=p, e PR<Ry)=pm

sao conhecidas.

A técnica é implementada através dos seguintes passos:
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1. Defina a média a priori da confiabilidade R; (R; = E(R));

2. Determine o 95° percentil, denotado por Rs. Em outras palavras, determine o valor
Rs tal que, antes da execucao do teste, existe uma chance de 5% da confiabilidade
R ser maior do que Ry, ou seja, P(R > Rs) = 0.05;

3. Determine o 5° percentil, denotado por Rs, P(R < R3) = 0.05. Ou seja, indi-
que o valor Rs tal que, antes da realizacdo do teste, existe uma chance de 5% da

confiabilidade R ser menor do que Rj.

4. Utilize a Tabela C; (disponivel em Martz e Waller, 1982), e o par de valores (R;, Rs)

para determinar [ e k.

5. Utilize a Tabela Cy (disponivel em Martz e Waller, 1982), e o par de valores (Ry, R3)

para determinar [ e k.
Geralmente, qualquer par de valores, (R;, R2) ou (R, R3) sao suficientes para deter-
minar unicamente os parametros [ e k.

Exemplo 5: Suponha que a média a priori da confiabilidade supostamente seja 0,80. E

acredita-se que a chance da confiabilidade verdadeira a priori exceda 0,98 é de 5%. Entao

Ri=0,80 e Ry,=0,98. (4.1)

A Tabela C; mostra que os correspondentes parametros sao [ = 4,95117 e k =
6, 18896. Assim, R ~Beta(4,95117,6, 18896).

Exemplo 6: Suponha que a média a priori da confiabilidade supostamente seja 0,96. E
acredita-se que a chance da confiabilidade verdadeira a priori ser menor do que 0,75 é de
5%. Entao

Ry =0,96 e Rs=0,75. (4.2)

De acordo com a Tabela Cs, a distribuicao Beta com parametros [ = 2,55812 e

k = 2,66470 é a escolhida como distribuicao a priori.

4.2 Elicitacao da Confiabilidade da distribuicao Wei-
bull

Nesta secao propomos um método alternativo para elicitagao da confiabilidade. A
metodologia proposta aqui pode ser aplicada a qualquer outra distribuicao. Supondo

que os dados sao provenientes da distribuicao Weibull e assumindo distribuicoes a priori
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Gamas para seus parametros, elicitamos alguns valores da confiabilidade e entao, com base

nessas informacoes, determinamos os hiperparametros da distribui¢ao a priori conjunta.

Como ja exposto no Capitulo 2, a distribuicao Weibull é uma das distribuigoes mais

utilizadas na andlise de confiabilidade. Sua funcao densidade é dada por

A x\P
=55 -G )
dependendo dos parametros a e 3.

Para a distribuicao Weibull, a funcao de confiabilidade é dada por

R(t) :exp{— (g)ﬁ}

Sua funcao de verossimilhanca pode ser escrita como

L(a, Blx) = (g)"ﬁ (%)Bl exp {— g <%>6} . (4.3)

1=

Pode-se assumir que « e ( sao independentes e com uma distribuigao a priori Gama(a, b)

e Gama(c, d), respectivamente. Dessa forma, a distribui¢do conjunta a priori é dada por

= s (b)) TH(dB) T eap{—(ba + dB)}, (4.4)
em que a, b, c e d sao os hiperparametros. Se nao existe informacao previamente disponivel,
os hiperparametros podem assumir o valor 0,01.

A distribuicao a posteriori é entao dada por

plos s o (5) TL(E) em {— > (%)ﬁ} (b (d8)eap{—(ba + dA)}.

- - (4.5)

4.2.1 O método

Alguns autores propuseram métodos de elicitacao de distribui¢cdes conjuntas a priori
para « e (3, como Kaminskiy e Krivtsov (2005). Porém, a maioria desses métodos requer
a elicitacdo de momentos de segunda ordem ou a elicitacao de hiperparametros, o que

torna sua aplicagao pratica inviavel.

Também é impraticavel esperar que o especialista seja capaz de estabelecer valores

da densidade a priori, pois sabemos que nao é facil responder perguntas como "qual é
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a probabilidade da variavel de interesse assumir um certo valor". O mais razoavel seria
pedirmos probabilidades, como P(6 < x), ou seja, perguntarmos "qual o valor que a

variavel poderia assumir para uma certa probabilidade"(Qing,1998).

Dessa forma, no processo de elicitagao da confiabilidade R(t), pedimos ao especialista
um dominio de valores do qual ele acredita que R pertence com uma probabilidade espe-
cificada. Por exemplo, se a probabilidade dada ¢é 0,25, entao o especialista fornece o valor
de "t"para qual ele acredita que existe uma chance de 25% do tempo de vida do item em

estudo ser maior do que "t".

Assim, k valores Ry, Ry,, ..., R;

respondentes ¢, %o, ..., t, tal que

. sao escolhidos e entdao o especialista fornece os cor-

R, = P(T > t;) j=1,... k. (4.6)

A escolha das probabilidades que serao pedidas é uma tarefa importante. Os percentis

geralmente utilizados na literatura sao 10°,25° 50° e 75° percentis.

Segundo Kadane e Wolfson(1998), consideramos que o especialista é capaz de fornecer
valores da confiabilidade, incondicionais a « e . Assim, assumimos que os valores da
confiabilidade provenientes do especialista devem ser definidos em relacao a densidade

preditiva a priori, ou seja, a densidade a priori dos plausiveis tempos de vida,

Przt) = [ [Pt (o, pdads

_ % /OOO /Ooo(ba)a—l(dﬁ)c—lexp{—(ba +dB)}eap {— (%)6} dad
(4.7)

com i = 1,...,4. Observe que haverd quatro expressoes (4.7), uma para cada percentil

elicitado.

Imagine que uma particular escolha de P(T' > t;) resultard em (4.7), correspondendo
as crengas que o especialista possui sobre a confiabilidade. Como R, apresentado em (2.3),
é funcao de a e 3, a escolha de P(T > t;) descreve implicitamente a crenga do especialista

sobre os parametros o e 3.

Utilizando a aproximacao de Laplace (ver Kadane e Tierney, 1986) na expressao (4.7),

que nao possui solucao analitica, obtém-se

N\ : ; ap
R(t;) = Qﬂ%ew {— (g) } (b&)* M (dB) texp{—(ba + dpB)} o= f;(C s

(4.8)
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em que & = %1 e B = % coma > 1, ¢ > 1,4 = 1,...,4. Dessa forma, obtém-
se um sistema nao linear de quatro equagoes e quatro incognitas a, b, ¢ e d. Assim,
é possivel determinar os hiperparemetros da distribui¢do a priori apresentada em (4.4).
Esse sistema nao linear pode ser resolvido, no software R, através do pacote "BB"com o

comando "BBsolve".

Exemplo 7: Para ilustrar o método proposto, foram geradas amostras de uma distribui-

¢ao Weibull com parametros a =4 e f=1,3.

Para ilustrar o caso onde existe informacgao de um especialista disponivel, os percentis
10°,25°,50° e 75° foram elicitados utilizando-se o quantil de uma distribuicao Weibull com
a=4e [ =1,3. Assim, as probabilidades obtidas sao exatas e o valor dos hiperparame-
tros da distribuicao conjunta a priori definida em (4.4) sdo: a = 8,81,b=1,95,c=2,14
e d =0,87. Porém, é muito dificil que o especialista, apesar de conhecer bastante sobre o
assunto, consiga fornecer as probabilidades exatas. Dessa forma, atribui-se um erro aleato-
rio N (0, 1) para cada uma das probabilidades. Nesse caso, os valores dos hiperparametros
sao: a =4,37,0=0,91,c=2,27Te d =1, 24.

Para mostrar o caso em que nao existe informacao prévia, os hiperparametros esco-
lhidos sdo a = b = ¢ = d = 0,01, pois sabe-se que a distribui¢do a priori dada em (4.4)

torna-se nao informativa.

Foram geradas mil amostras de tamanho 3, mil amostras de tamanho 6 e mil amostras
de tamanho 10 de uma distribuicao Weibull com parametros a =4 e § = 1, 3. Para cada
uma das trés mil amostras consideradas, uma cadeia com 10000 iteracoes foi gerada no
pacote estatistico R, com o objetivo de simular amostras dos valores de o, e R. As
exigéncias de convergéncia foram checadas através dos gréaficos de autocorrelagao e série de
tempo. A Tabela 9 mostra as estimativas dos parametros desconhecidos, suas variancias,
erro quadratico médio e a média dos intervalos de credibilidade de 95% para os diferentes

tamanhos de amostra.

As estimativas, onde a elicitacao e a elicitacao com erro foram utilizadas, aproximaram-
se mais do verdadeiro valor quando a amostra é de tamanho 3 e apresentaram uma vari-
ancia menor se comparadas com aquelas obtidas utilizando priori nao informativa, como

era esperado. A medida que o n cresce, a performance das prioris assemelha-se.

Podemos estimar a funcao de confiabilidade utilizando os trés tipos de prioris - elici-

tacao, elicitagao com erro e nao informativa - e sabendo que a funcao de confiabilidade

R(t) = exp {— (3)13} | (4.9)

é possivel comparar as funcoes de confiabilidade estimadas com a verdadeira.

verdadeira ¢ dada por
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Tabela 8: Estimativas dos parametros a =4, =1, 3.
amostra Método Média Var EQM [.Cred.
437 1,34 0,83 [2,84; 6,10]
1,71 0,60 0,51 0,84 ; 3,11]
445 231 1,36 [2,46 ; 6,67]
1,93 0,79 1,00 0,87 ; 3,92
5,62 82,98 11,92 [1,69 ; 11,37|
2,02 380 6,79 0,55 ; 07,28|
437 1,02 0,78 [2,86 ; 6,06]
1,64 0,28 042 0,94 ; 2,98]
438 1,02 0,78 [2,87; 6,06]
1,64 0,28 0,42 0,93 2,96]
456 6,95 240 [2,12; 7,82]
1,49 0,35 6,79 0,75 ; 3,13]
427 0,75 0,54  [2,98; 5,78]
1,52 0,14 0,22 0,96 ; 2,48]
428 1,00 0,73 [2,82;6,03]
1,47 0,14 0,17 0,93 ; 2,32
4,21 1,77 1,05 2,51 ;6,49]
1,42 0,16 0,21 0,85 ; 2,44]

Elicitacao

n=3 Elicitacao com erro

Nao Informativa

Elicitacao

n=>o6 Elicitagao com erro

Nao Informativa

Elicitacao

n=10 | Elicita¢do com erro

Nao Informativa

@ O O > O T O T O T O T O &y ) s

Para cada um dos valores das cadeias de a e (3, utilizando (4.9), calculamos a confiabi-
lidade R para diversos valores de t. Calculando a média das estimativas da confiabilidade
para cada t, obtivemos a fun¢ao de confiabilidade estimada (linha solida e colorida), o
intervalo de credibilidade de 95%(linha tracejada e colorida) e a fungao de confiabilidade
verdadeira (linha solida e preta) para amostras de tamanho 3, 6 e 10 apresentadas nas
Figuras 14, 15 e 16.

Para n = 3, a funcao de confiabilidade estimada que utiliza a elicitacao é a que mais
se aproxima da funcao verdadeira. Ela possui também o menor intervalo de credibilidade.
Para n = 6, as fungoes de confiabilidade estimadas tornaram-se mais parecidas umas
com as outras. E os intervalos de credibilidade se aproximaram mais da funcao de con-
fiabilidade estimada. J& para m = 10, as funcgoes de confiabilidade estimadas sao muito

similares.

O processo de elicitacao proposto aqui melhora a analise do tempo de vida, princi-
palmente quando a amostra é pequena. Para amostras grandes, em que temos bastante

informacoes provenientes dos dados, a contribuicao da elicitagao nao é tao perceptivel.
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(c) néo informativa (d) fungdes de confiabilidade
Figura 14: Fungoes de confiabilidade estimadas (solidas e coloridas), intervalo de credi-

bilidade de 95% (tracejadas e coloridas) e fun¢ao de confiabilidade verdadeira (solida e
preta) para n=3.
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Figura 15: Fungoes de confiabilidade estimadas (solidas e coloridas), intervalo de credi-

bilidade de 95% (tracejadas e coloridas) e fun¢ao de confiabilidade verdadeira (solida e
preta) para n=6.
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Figura 16: Fungoes de confiabilidade estimadas (solidas e coloridas), intervalo de credi-

bilidade de 95% (tracejadas e coloridas) e fun¢ao de confiabilidade verdadeira (solida e
preta) para n=10.
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5 Inferéncia Bayesiana
Nao-Paramétrica

A inferéncia paramétrica restringe a densidade (ou qualquer outra funcdo) que dese-
jamos estimar a uma familia de dimensao finita, geralmente a familia exponencial, que
pode ser completamente especificada por alguns parametros. Dessa forma, a inferéncia
sobre essa distribui¢ao se reduz a um problema de estimagao de parametros (MOALA,
2006).

Apesar da inferéncia paramétrica ser exaustivamente utilizada nas analises estatisti-
cas, as suposicoes inerentes a essa metodologia limitam drasticamente os tipos de den-
sidades que podem ser representadas. Por exemplo, algumas suposicoes para o uso da
distribuicao normal sdao a unimodalidade e a simetria da fun¢do de interesse. Assim,
quando a funcao desconhecida f possui caracteristicas como multi-modalidade, assime-
tria, caudas pesadas, sensibilidade a outliers, entre outros, o uso da tradicional modelagem

paramétrica torna-se dificil ou até mesmo inaceitavel.

A necessidade de uma modelagem mais flexivel fez com que a inferéncia Bayesiana
nao-paramétrica fosse bastante difundida nos tltimos anos. Isso se deve a sua capacidade
em lidar com complexos problemas e produzir boas inferéncias que nao dependem de
especificagoes paramétricas restritivas. Segundo Rasmussen e William (2006), ao invés
de restringir a funcao desconhecida f a uma classe de fungoes, como é feito na inferéncia
paramétrica, a inferéncia nao-paramétrica é uma abordagem que (falando de maneira
pouco rigorosa) fornece uma probabilidade a priori para todas as possiveis funcoes, em
que altas probabilidades sao atribuidas a funcoes mais provaveis. Assim, funcoes muito

diferentes de nossa convic¢ao a priori nao sao excluidas, sao apenas menos provaveis.

A metodologia nao-paramétrica permite uma modelagem flexivel da fun¢ao desconhe-
cida f que pode ser a funcao de sobrevivéncia, a fungao de risco, a funcao densidade de
probabilidade, entre outras. A tnica suposicao existente é de que a funcao f pertence a

uma apropriada classe de fun¢oes denotada por €.

Sob o enfoque Bayesiano, a funcao f é considerada aleatoria. Uma funcao aleatoria é

uma funcao escolhida aleatoriamente de uma familia de possiveis funcoes. A combinacao
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da metodologia Bayesiana com a estatistica nao-paramétrica requer a construcao de prioris
no espaco das fungoes. Uma priori sobre o espaco das funcoes pode ser vista como um
processo estocastico que assume valores no espago das fungées dado (CHOUDHURI et al,
2005 apud MOALA, 2006).

Diversos tipos de processos estocasticos podem ser utilizados como prioris no espaco
de funcoes. Dentre todos os processos aleatorios, o processo Gaussiano é um dos mais

simples e atrativos por possuir caracteristicas muito titeis na modelagem Bayesiana.

Esse capitulo estd organizado da seguinte forma: Na Secao 5.1, sao apresentadas
algumas nogoes de processos estocasticos. O processo Gaussiano é discutido na Segao 5.2.
Na Secao 5.3 sao abordadas algumas fungoes de covariancia que podem ser especificadas
em um processo Gaussiano. A utilizagdo da inferéncia Bayesiana sobre um processo

Gaussiano é abordada na Secao 5.4.

5.1 Processos Estocasticos

Segundo Moala (2006), a inferéncia Bayesiana nao-paramétrica refere-se a modelos
probabilisticos no espaco de fungoes, onde as fungoes desconhecidas sao tratadas como
funcoes aleatorias. Assim, é necessario que as distribui¢oes de probabilidade pertencam
a uma familia de fun¢oes em que a distribuicao a priori e a posteriori sejam processos

estocésticos.

A nocao de um processo estocastico é uma extensao do conceito de variavel aleatoria.
O comportamento de uma variavel ou vetor aleatorio é descrito por uma distribuicao de
probabilidade. Ja as propriedades de fungoes aleatorias (ou seja, uma distribuicao de

probabilidade de fun¢oes) sdo descritas por um processo estocéstico.

Definicao 1: Seja um experimento aleatério definido em um espago de probabilidade
(Q, P,¥). Suponha também que para cada evento w em €2, de acordo com certa regra,

associamos uma funcao
f(t,w) telT CR" (5.1)

A Figura 17 ilustra a interpretacao de um processo estocastico visto como uma familia
de variaveis aleatorias. Note que a trajetoria observada empiricamente nao precisa neces-
sariamente passar pelas médias das distribuicoes probabilisticas, passando ao invés disto
por pontos aleatorios pertencentes a distribuicao probabilistica representativa da variavel

no dado instante.

Segundo Papoulis (1965), um processo estocéstico pode ser visto como uma funcao de

duas variaveis t e w. Para t fixo, f(t,w) é uma variavel aleatoria com uma distribuigdo de
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Fungdo Densidade da Probabilidada de " & no termpn i

Figura 17: Processo estocéstico interpretado como uma familia de varidveis aleatorias.
Fonte: Camposilvan (2003)

probabilidade. Em contrapartida, se w ¢ fixo, f(¢,w) ¢ uma funcdo do tempo e é chamada
de fungao amostral ou realizagdo do processo. Quando ¢ e w sao fixados, f(t,w) é um

numero real.

Dada uma colec¢ao finita de tempos ti, to,...,t, entdo f(t1), f(t2),..., f(t,) consti-
tuem um conjunto de varidveis aleatorias com distribuicao conjunta de probabilidade.
O proposito do estudo de processos estocasticos é a especificacao de uma distribuicao
conjunta de probabilidade adequada ao fenémeno em estudo para que se possa prever o

comportamento do processo futuro.

Existem diversos tipos de processos estocasticos como o processo (Gaussiano, o pro-
cesso de Poisson, o processo Markoviano, entre outros. O processo de interesse nesse
trabalho é o Gaussiano e serd apresentado com mais detalhes na proxima secao. Informa-

¢Oes sobre os demais processos podem ser encontrados em Papoulis (1965).

5.2 Processo GGaussiano

O processo Gaussiano ¢ um dos processos aleatorios mais importantes encontrados na
literatura e suas aplicagoes estendem-se a diversas areas da pesquisa. Isso ocorre porque
esse processo é capaz de representar diversos fenomenos da natureza apropriadamente.
Além disso, a facilidade de manipulacao matematica de um processo Gaussiano torna-o

atrativo nas pesquisas.

As técnicas que envolvem o processo Gaussiano na realizacao de inferéncias sobre uma
funcao desconhecida estao cada vez mais populares. Esses métodos foram introduzidos

por O’Hagan (1978), entre outros.
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5.2.1 Propriedades da distribuicao Normal

Antes de iniciarmos a discussao sobre o processo Gaussiano é importante apresen-
tarmos algumas propriedades da distribuicao Normal multivariada que nos auxiliarao no

entendimento de resultados referentes a esse processo.

A densidade de probabilidade da distribuicao Normal multivariada pode ser escrita

como

_ =z 1 Tiso|—1
g(x) = (QW)gexp{—i(x—m) 1% (x—m)}, (5.2)

em que m é o vetor de média de dimensdo n X 1 e ¥ é a matriz de covariancia (simétrica

e positiva definida) de dimensao n x n.

Considere a particdo (X, Xz) do vetor X, entao

< Xl > ~N ( ,Ll,(.ilﬁl) ) : ( 2501551 2581962 )] ] (53)
X5 p(xs) Yivowy Vagzs

A distribuicao condicional de X5 dado X; é

(X2|X1 - Xl) ~ N(P"(IQ) + 29E2271 2:211:1:1 (Xl - M<x1)> ) 29162902 - 22729E1 E:;l:pl Z9E1ﬂﬂz>' (54)
A demonstracdo completa desse resultado pode ser encontrada em Press (1972).

Teorema 2: Se X|u ~ N(u,X) sendo ¥ conhecido e p ~ N(py, o), entdo p|x ~
N(py,%1) em que

=S (x50 ) e Et=2Tt gt

Demonstragao: p(p|x) oc p(x|p, X)p(p)

o (2m) s Heap {3 WS k- ) b2 Fl x

1 _
X exp {—§(u — 1o)' %5 (b — No)}
1 _ _
o eap{ =g [0 WS =)+ (o) S5 - )] |
1/ e . ) ) . .
= exp {—5 (xtE x = 2x' ST 4 p' ST e S = 208 g+ 1H0> }
1 e . .
o exp§ 5 [,ut(Z Ly —2u (57 % + 5 1;1,0)]
DI
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1 - - - - - _
=GPy T3 [Nt21 = 2p ST S (BT By ) i BT ey + B 1#1]

1,
x exp {— [utﬁflu —2u' Sy + uiE‘lul] }
1 .
- exp{——w ) m} |

2

DN | —

que é o ntcleo de uma distribuicio Normal com vetor de média p; = X1 (X7 'x + X5 )

e matriz de covariancia ¥t = X7 4 St

5.2.2 Definicao de um processo Gaussiano

Um processo Gaussiano pode ser visto como uma generalizacao da distribuicao Nor-
mal sobre um espaco n-dimensional. Da mesma forma como a distribuicdo Normal é
especificada por sua média e varidncia, um processo Gaussiano é especificado por sua

funcao média e sua funcao de covariancia.

As variaveis aleatorias individuais em um vetor com distribuicdo Normal sdo indexadas
por suas posi¢oes no vetor. Para um processo Gaussiano é o argumento ¢ (da fungao
aleatoria f(t)) que desempenha o papel de indice, ou seja, para cada valor de t existe uma,

variavel aleatoria associada (f(t)).

Defini¢ao 2: Uma fungao aleatoria f(¢) é dita seguir um processo Gaussiano com fungao

média m(z) e fungdo covariancia C(t,t*), se qualquer conjunto finito de valores da fungao

é um vetor aleatério normalmente distribuido, isto é, se para qualquer ti,%s,...,t,, n =
1,2,..., tem-se que
f~N,(m,>), (5.5)

em que

f(tl) m(tl) C(tl,tl) C(tl,tg) C(tl,tn)

f(t2) m(tz) C(ta, t1) C(ta,t2) C(ta, tn)

f= ,m = , X = )
f(tn) m(tn) C(tnatl) C<tnat2) C<tnatn)

A notacao usual é

F() ~ PG(m(.),C’(., .)). (5.6)

A funcao média fornece a média do processo ao longo do tempo e é dada por (f(t)) =
m(t). E importante ressaltar que as realizacdes do processo se localizardo, com maior

frequéncia, em torno da funcao média.
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A fungao de covariancia, dada por X(t,t*) = C(¢,t*) = E[(f(t) — m(t)) (f(t*) —

m(t*))}, pode ser vista como uma medida da dispersao das possiveis realizacoes do pro-

CeSso.

O Exemplo 8, proposto por Rasmussen (2004), ilustra um processo Gaussiano especi-
ficado por sua fungdo média m(t) e func¢do covariancia C(t,t*), que expressa a covariancia

entre os valores da fungdo f(.) no ponto t e t*.

Exemplo 8 Considere o Processo Gaussiano com funcao média

m(t) = itQ, (5.7)

e funcao de covariancia dada por
* 1 *\2
C(t,t") = exp —§(t—t ) p (5.8)

Seleciona-se um conjunto finito de pontos t = (¢4, ..., t,) e calcula-se o vetor de médias
e a matriz de covariancia dadas em (5.7) e (5.8), que define uma distribuicdo Gaussiana,

multivariada com vetor de médias
1, .
/L@:m(tl)zztz Zzl,...,n
e matriz de covariancia com elementos

1
Zij:C<ti7tj):emp{_é(ti—tj)z} ,7=1,...,n.

Assim, a distribui¢ao conjunta dos valores da func¢io f(t) para os correspondentes t's é

f(t)
f(;tQ) ~ Na(p, 2) (5.9)
f(tn)
em que
i3 61’]9{—%(251—151)2} exp{—%(tl—tn)Q}
_ 1t B exp {—%(t2 — t1)?} exp {—1(ty — 1,)2}
B = : e X = . ‘
it cap{=4tn—10%} .. eap{—}(t —1.)?)

A partir da geracao de vetores aleatorios da distribuicdo Normal definida em (5.9), é

possivel obter funcoes aleatorias, visto que, temos agora um modelo probabilistico para
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f(t).
A Figura 18 mostra trés funcoes retiradas aleatoriamente do processo Gaussiano de-

finido nesse exemplo.

f(t)

Figura 18: Trés fungoes aleatorias retiradas do processo Gaussiano e sua func¢ao média
(linha solida).

5.3 Funcoes de Covariancia

A funcao de covariancia desempenha um importante papel em um processo Gaussiano,
pois possui caracteristica tnica e determina as propriedades das funcoes amostrais. A
escolha adequada da funcao de covariancia ¢ fundamental para uma boa qualidade das

estimacoes e predicoes.

Nessa secao serao discutidas algumas das funcoes de covariancia mais conhecidas na
literatura. As figuras ilustram as formas das fungoes amostrais provenientes de processos

Gaussianos com fun¢do média nula e fungao de covariancia C'(¢,t*).

Qualquer funcao C(t,t*) que aplicada a um conjunto de valores de ¢ resulte em uma
matriz P simétrica positiva semi-definida, isto é v'Pv > 0, pode ser considerada uma
funcao de covariancia valida em processos Gaussianos. Essa funcao mensura quao corre-
lacionado sdo os valores da fungdo f(t) no ponto t e t*, além de governar propriedades

como estacionariedade, periodicidade, suavidade, entre outras.
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Todas as funcoes de covariancia podem ser escritas da seguinte forma
C(t,t*) = oc(t, t*), (5.10)

em que o parametro o2 controla a variabilidade total do processo.

Uma das funcoes de covariancia mais conhecida é a Laplaciana, dada por
* 2 1 *
C(t, t") = o”exp —2—|t —t" 7. (5.11)
Ui

O parametro n controla a dependéncia do processo e também ¢é conhecido como pa-
rametro de suavidade. Sua funcao ¢ redimensionar a distancia entre ¢ e t*. Assim quanto

maior for 7, mais suave serd a funcdo f(.).

Essa funcao de covariancia fornece funcoes amostrais continuas, porém nao diferen-
cidveis.

A Figura 19 mostra duas fungdes retiradas aleatoriamente de um processo Gaussiano

com funcgao de covariancia Laplaciana.

2.0
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Figura 19: Funcoes retiradas aleatoriamente de um P.G. com func¢ao de covariancia La-
placiana com o = 1, n = 0,5 (solida) e n = 1,3 (tracejada).

Uma outra funcao de covariancia é a Exponencial Quadratica (ou Gaussiana) que

pode ser escrita como

C(t,t*) = a%xp{—%(t—t*f}. (5.12)

As fungbes amostrais provenientes de um processo Gaussiano com fungao de covari-

ancia dada em (5.12) s@o continuas e infinitamente diferenciaveis.

Note que para qualquer par de elementos t e t*, f(t) e f(t*) possuirdo alta correlagao

se t e t* sdo valores proximos, isto é, se [t —t*| &~ 0 entdo exp {—%}(t — t*)Q} ~ 1 (fungao
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Figura 20: Funcoes retiradas aleatoriamente de um P.G.com funcao de covariancia Expo-
nencial Quadratica com o =1, n =0, 1 (solida) e n = 0,3 (tracejada).

de covariancia Exponencial Quadrética). O mesmo vale para a fungido de covariancia

Laplaciana.

Segundo Rasmussen e Williams (2006) apesar da fun¢ao Exponencial Quadrética ser
provavelmente a funcao de covariancia mais utilizada em processos Gaussianos, as funcoes
amostrais resultantes sao muito suaves e isso é pouco realistico na modelagem de alguns

processos fisicos. Dessa forma, em alguns casos, a classe de Matérn é mais recomendada.

As fungoes de covariancia da classe de Matérn sao dadas por

Cltt) = 02 [‘@\t—t*y] Kl,<@|t—t*\>, (5.13)

Cp)2v-1 | 1

em que !l >0, v > 0e K, é afungao de Bessel modificada do segundo tipo de ordem v
que pode ser escrita como

- () 4

o (2)
em que I,(z) = (%)° ZO pINrTayE

Y

O hiperparametro v controla o grau de diferenciabilidade das funcdes amostrais da
forma Matérn. Assim essas fungoes sdo (v — 1) diferencidveis. Se v — oo, a fungao de
covariancia Matérn aproxima-se da forma Exponencial Quadratica e se v = % a funcao de

covariancia Matérn assume a forma da Laplaciana.

Um outro exemplo de funcao de covariancia é a Periodica, que pode ser escrita como

C(t,t*) = o*exp {—%sinz (7(15 - t*)) } . (5.14)
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Figura 21: Funcoes retiradas aleatoriamente de um P.G. com func¢ao de covariancia Matérn
como=1el=1.

)

Figura 22: Funcoes retiradas aleatoriamente de um P.G. com func¢ao de covariancia Pe-
riodica com o =1,7y=1n=0,1 (solida) e n = 0,6 (tracejada).

O parametro v controla a periodicidade das funcoes, ou seja, a frequéncia com que

elas irao se repetir através do tempo.

5.4 Inferéncia Bayesiana sobre um Processo Gaussiano

Seja f a funcao desconhecida que queremos estimar, podemos assumir que [ segue

um processo Gaussiano dado por
£(t) ~ PG(m(®),C(t, 1)), (5.15)

em que C(.,.) é conhecida.
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Seja y o vetor de valores de f(.) observados em n pontos ty,ts,...,t, em que
y~ N(m, ), (5.16)
em que
f(tl) m(t1> O(tl,tl) ce C(tl,tn)
f(tz) m(tg) C(tg,tl) Ce C(tz,tn)
y = : ,m = . e = . , :
f(tn) m(t,) Cltn,t1) ... Cl(ty,ty)

A distribuicao conjunta de y e f(t) pode ser escrita como

()10 ) (i &0
(1) mit) )\ k@ Ot

em que k(t) = Cov(f(t),y) = Cov(f(t), f(t;)) = [C(t1,1),C(ta,t),...,Ctn, t)]".

A partir do resultado (5.4) temos que a distribui¢do condicional de f(t) dado y é
também normal. Assim, a distribuicdo a posteriori de qualquer p pontos da funcao é

normal multivariada. Dessa forma, a distribui¢ao a posteriori de f(.) é dada por
FOly ~ PG(m(t) + k(1)'S  (y = m), (1) ~ k('S 'k(),  (5.17)

que incorpora as observacoes f(z1),..., f(z,).

Esses sdo os resultados apresentados por O’Hagan (1978) que formam a base da me-
todologia Bayesiana nao-paramétrica na andlise de funcoes desconhecidas utilizando o

processo Gaussiano.

Exemplo 9 Considere o Processo Gaussiano com funcao média

m(t) = 1—12753, (5.18)

e funcao de covariancia dada por

C(t,t*) = exp{—%(t—t*)z}. (5.19)

Entao, o processo a priori é dado por
1 3 1 *\ 2

Utilizando o mesmo procedimento ilustrado no Exemplo 8, algumas funcoes amostrais
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foram retiradas aleatoriamente da distribuicao a priori sob funcoes especificadas pelo pro-

cesso Gaussiano dado em (5.20) e sdo mostradas na Figura 23 (a). Essa priori representa

a nossa crenca sobre o tipo de fung¢ao que esperamos obter, antes de observar os dados.

()

()

T T T T T
-2 -1 0 1 2
t

(a) priori

T T T T T
-2 -1 0 1 2
t

(b) posteriori

Figura 23: Fungoes amostrais provenientes da distribui¢ao a priori definida em (5.20) sao
mostradas em (a). Em (b) ilustra-se o caso em que duas observagoes sao consideradas
(pontos em x). A partir disso, obtém-se aleatoriamente cinco fung¢oes amostrais retiradas
da posteriori.

Suponha agora que observamos um conjunto de dados S = {(¢1,v1), (t2, y2)}. Deseja-
mos considerar apenas as funcoes que passam exatamente por esses pontos. A combinacao

da priori e dos dados fornece a distribuicao a posteriori sobre fungoes que é dada por

FOIS ~ PG (m(t) + k(7S (y = m), C(t,1) — k(1) S k(1) ),

[ [

Note que a variancia a posteriori sempre serd menor do que a variancia a priori

em que
m(t)
m(ta)

C(tl, tl) C<t17 t2)
C(tg,tl) C(t27t2) '

C(t,t), desde que os dados observados fornegam alguma informacao. Isso ocorre porque
a expressao da variancia a posteriori, C(t,t) —k(t)T'S7k(t), é a variancia a priori menos

um termo positivo, que depende dos dados.

A forma de se retirar fungdes amostrais da distribuicao a posteriori de f(.) é similar
ao processo descrito no Exemplo 8. Simulamos a fun¢ao em um nimero finito de pontos
para a obtenc¢ao de um vetor de dados simulados S’ e o adicionamos ao conjunto de dados
inicial S. Aplicamos entdo o processo Gaussiano dado em (5.17) a esses dados combinados.

Esses novos pontos sao selecionados para melhorar a cobertura da area de interesse (area
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que desejamos fazer inferéncia sobre a forma de f(.)). Isso é ilustrado na Figura 24 (b).

Note que a incerteza é reduzida proximo as observacoes.

Segundo Rasmussen e Willians (2006), o processo Gaussiano nao é um modelo para-
métrico, assim nao existe a necessidade de nos preocuparmos se é possivel o ajuste desse
modelo ao conjunto de dados (como seria o caso se tentassemos, por exemplo, ajustar um
modelo de regressao linear em dados com comportamento nao linear). Porém, a qualidade
desse ajuste depende de diversos fatores como por exemplo, a escolha adequada da funcao
média (seu comportamento deve ser proximo ao da funcdo verdadeira), da fungio de cova-
ridncia e seus hiperparametros. Vimos na Secao 5.3 que a funcoes de covariancia possuem
caracteristicas tinicas e determinam as propriedades das funcoes amostrais. Dentre as
funcoes de covariancia mais utilizadas encontra-se a func¢ao Exponencial quadratica, que

possui um hiperparametro de suavidade (7).

Exemplo 10: Considere f(t) =t + cos(3t) a funcdo verdadeira. Foram obtidas quatro

observacoes dessa funcao parat =1,2,3 e 4.

A opiniao a priori do estatistico é
1(t) ~ PG(m(),C(t,1),

em que m(t) =t+1e C(t,t") = exp {—%(t - t*)2} com 7 conhecido. Serdo considerados

dois valores para 7: um bem pequeno, 0.0005 e outro maior, 0.3.

A Figura 24 mostra que a funcao média a posteriori possui um comportamento di-
ferente da funcao verdadeira quando o hiperparametro de suavidade é muito pequeno.

Apenas nos pontos observados as fun¢oes média a posteriori e a verdadeira coincidem.

Quando n = 0,3 a funcao média a posteriori possui uma forma muito mais préoxima
da fun¢do verdadeira. Segundo Gosling (2005), a fun¢do média a posteriori dada em
(5.17) é composta pela soma de duas partes: a primeira parte, m(t) representa a opinido
a priori do estatistico sobre f(.) e a segunda parte, k(t)TX"!(y — m), ajusta essa crenga
de forma que a funcao média a posteriori passe pelos pontos observados. A segunda parte
depende bastante de 7; valores muito pequenos implicam que a correlacao entre f(t) e
f(t*) é também muito pequena, mesmo quando ¢ e t* sdo proximos. Por outro lado, valores
relativamente grandes de n implicam que f(¢) e f(t*) sao bastante correlacionados, mesmo

quando t e t* sao distantes.

A estimacao do valor de 1 nao é muito simples, exigindo o uso de distribuicoes a
priori especificas para que a distribuicao a posteriori seja propria. Mais detalhes sobre a

estimacao de n serao descritas no proximo capitulo.

Para ilustrar o efeito da escolha da fungao m(t), considere os casos em que ao invés de
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()
3

Figura 24: Fungao média a posteriori para f(.) com n = 0,0005 (pontilhada), n = 0,3
(tracejada) e a funcao verdadeira (solida).

m(t) = t+1, foram selecionadas m(t) = t+cos(3t) (funcdo verdadeira) e m(t) = 1t+cos(t).

A Figura 25 mostra que quando as crengas a priori do estatistico sobre f(.) sdo atu-
alizadas, as densidades simuladas resultantes da distribuicao a posteriori correspondem
exatamente as informacoes provenientes da funcao verdadeira, ou seja, os dados observa-
dos. Dessa forma, no intervalo em que alguns pontos foram observados, a funcdo média
selecionada seré alterada nao parametricamente para espelhar as informacoes dos dados.
Nas areas em que nao existem informacoes provenientes dos dados, a funcao média tem

maior impacto.

Até agora consideramos apenas os casos em que os hiperparametros que controlam o
processo Gaussiano sao conhecidos ou inexistentes. A seguir, apresentaremos o caso em
que esses hiperparametros sao desconhecidos e a forma como podem ser estimados através

do conjunto de dados.

Quando um processo Gaussiano ¢é utilizado como priori, segue que a distribuicao dos

dados também é normal. Assim,

pylt. k) = ;z,p {—1<y TS (y m} , (5.21)

(QW)% 2

em que K é o vetor de hiperparametros.
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Figura 25: Funcgao verdadeira (solida) e fungoes amostrais retiradas aleatoriamente do
processo Gaussiano a posteriori quando m(t) = t + 1(tracejada) , m(t) = t + cos(3t)
Lt + cos(t)(tracejada e pontilhada).

(pontilhada) e m(t) = ;5

A densidade a posteriori de k é dada por
p(klt,y) < p(ylt, K)m(K), (5.22)

onde m(k) é a distribuicdo a priori dos hiperparametros. Geralmente atribui-se distribui-

coes a priori vagas aos hiperparametros.
Na maior parte das vezes a distribui¢do a posteriori dada em (5.22) nao é analiti-

camente tratavel. Assim, as técnicas de Monte Carlo via Cadeias de Markov (MCMCO)

podem ser utilizadas para obten¢do de amostras da distribuigdo a posteriori (5.22) e es-

timativas de interesse.
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6 Inferéncia Bayesiana
Nao-Paramétrica para FElicitacao
de distribuicao a priori

No Capitulo 2, vimos que a elicitacao é um processo de transformacao do conhecimento
do especialista sobre alguma quantidade desconhecida na forma de uma distribuicao de
probabilidade. Até o momento, discutimos apenas métodos de elicitacdo paramétrica
da distribuicao a priori, em que ajustamos as informagoes provenientes do especialista a
uma distribuicao de probabilidade conhecida. Porém, sabemos que tais métodos podem
representar apenas alguns tipos de densidade (geralmente, densidades unimodais, sem
caudas pesadas, etc). Além disso, podem ocorrer significativas perdas das caracteristicas
da distribuicao do especialista quando a condicionamos a forma de uma distribuicao de

probabilidade conhecida.

A alternativa nao-paramétrica oferece uma maneira mais flexivel de elicitacdo da
distribui¢ao a priori do especialista. Nao assumimos uma forma paramétrica para f(.),
que representa a opiniao do especialista, mas sim a consideramos uma funcao aleatoria.
Devido a essa flexibilidade, a metodologia nao-paramétrica pode ser aplicada em diversas

areas do conhecimento.

Assumimos que o especialista seja capaz de fornecer algumas medidas descritivas de
sua distribuicao, como média e percentis, que serao os dados utilizados no procedimento

Bayesiano nao-paramétrico para a identificacao da distribuicao a priori do especialista.

O procedimento Bayesiano nao-paramétrico para elicitacao de uma distribuicao a pri-
ori para o caso univariado foi denvolvido por Oakley e O’'Hagan (2007). A elicitacdo da
distribuicao a priori pode ser vista como a estimacao de um parametro na inferéncia Baye-
siana. O objetivo do estatistico é fazer inferéncias sobre uma funcdo desconhecida f(.),
a densidade a priori do especialista. Primeiramente, o estatistico elabora suas proprias
crencas a priori sobre f(.) e entdo solicita ao especialista algumas medidas descritivas de
sua distribuicdo, como média, moda e percentis. As medidas resumo elicitadas sao vistas

como dados, ou seja, observacoes de f(.). Assim, atualiza-se as convic¢oes do estatistico
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sobre f(.) utilizando esses dados, obtendo-se entdo a distribuicdo a posteriori que pode

ser considerada a melhor estimativa para f(.).

A distribuicdo pode ser representada por um processo Gaussiano, permitindo que
f(.) tenha qualquer forma. O processo Gaussiano ja foi utilizado para fazer inferéncias
sobre uma funcao desconhecida, alguns exemplos podem ser encontrados em Oakley e
O’Hagan(2002), Oakley e O'Hagan(2007).

Esse capitulo esta organizado da seguinte forma: na Secao 6.1, a priori do estatistico
para f(.) é discutida. Na Secao 6.2, a funcao de covariancia utilizada no procedimento
Bayesiano nao-paramétrico é apresentada. Na Secao 6.3, as distribuicoes a priori para os
hiperparametros sao descritas. Os dados elicitados do especialista sao apresentados na

Secao 6.4 e a atualizacao da priori é discutida na Secao 6.5.

6.1 Processo Gaussiano como uma representacao a pri-
ori para f(.)

Sob o enfoque nao-paramétrico, nao assumimos nenhuma forma paramétrica para a
fungdo densidade do especialista, denotada por f(.). Nesse caso, uma representagio a
priori adequada é dada por um processo Gaussiano. Assim, a distribuic¢ao a priori de f(.)

é dada por
FO)lk ~ PG(g(.),a%(., .)). (6.1)

Sabemos que f(.) é uma funcao densidade. Dessa forma, uma escolha natural para a

esperanga a priori de f(.) é uma distribui¢do de probabilidade, representada por g(.),

E(f()lr) =g(). (6.2)
A funcao g(.) é conhecida como densidade underlying.

O método de Oakley e O’Hagan considera o caso onde o estatistico escolhe como

funcao média, ¢(.), uma distribui¢do normal dada por

g(0) = \/%exp {—%(0 - m)Q} (6.3)

em que m é a média e b a variancia da distribuicao.

Nesse caso, o estatistico acredita que a funcao do especialista serd unimodal, suave e
aproximadamente simétrica. Se essas condigoes nao forem razoaveis, outra distribuicao de
probabilidade pode ser selecionada. Nesse trabalho, a distribuicao normal serd assumida

por ser apropriada em varias situacoes e por facilidade na manipulacao matemaética.
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Se modelarmos a razao entre a densidade do especialista e a funcao média do processo

. 0 . 1. -
Gaussiano, h(6) = M, teremos como processo Gaussiano com média constante 1 e funcao

9(0)
Var (@ n) = o, (6.4)

variancia dada por
9(0)

para todos os valores de . Assim, o hiperparametro o2 especifica quao préximo a verda-
deira funcao densidade estara da fungdo média a priori g(.). Dessa forma, a razao entre
as duas densidades serd proxima a 1 para pequenos valores de o2, isto é, esperamos que

a densidade do especialista se aproxime bastante da densidade underlying.

A covariancia entre quaisquer dois pontos h(6) e h(0’) pode ser escrita como
Cov{h(0),h(0)|k} = c°c(6,0"). (6.5)

em que ¢(#,0") & a funcdo de correlacdo. De fato, sabe-se que a fungao de correlagao

c(0,8") pode ser escrita como

o) - Corlh®). 1@
\/Var(h(e))\/‘/ar(h(ﬁ’))

e utilizando (6.4) temos que

Cov{h(0),h(¢)}

0,0") = :
(0,0 -
Portanto
Cov{h(8), h(?)|k} = oc(6,0").
Logo, na pratica, modelamos a razao h(f) = % como um processo Gaussiano esta-

cionario com média constante 1 e fungao de covariancia Cov{h(0),h(6')|x} = o2c(0,0'),
isto é,

h()|K ~ PG(LO—?C(., .)). (6.6)

6.2 Modelando uma apropriada funcao de covariancia

Sabe-se que

c(0,0) =




6.3 Distribuicoes a priori para m,b,n e o> 64

@y Covlf(0), £(0')}
ooV Var(F0)y/Var(£(6))

Mas,

Var(h(0)) = Var (f 9)> - s Var(f(0)).

E sabe-se que

Entao,

Var(f(0)) = o%g(0)% (6.7)
Portanto, a funcao de covariancia entre f(0) e f(0') pode ser escrita da seguinte forma
Cov{f(0), f(O)lK} = ag(0)g(6)c(0.0"). (6.8)

A funcao de correlacao escolhida é dada por

¢(0,0') = exp {-%(e - e’)?} | (6.9)

Essa escolha, que foi apresentada em Kennedy e O’Hagan(1996), ¢ matematicamente
conveniente. A funcao c(6,6'), dada em (6.9), expressa a conviccao do estatistico que

f(6) é uma fungao suave e infinitamente diferenciével.

6.3 Distribuicoes a priori para m, b, n e o2

Para completar o modelo hierdrquico é necessario a especificacao de uma distribuicao
a priori para os hiperparametros k = (m,b,n,0?), que sdao considerados desconhecidos.

Essa priori ird refletir a crenca do estatistico sobre esses hiperparametros.

O uso de distribuigoes a priori informativas para 7(k) poderia interferir nos objetivos
da elicitagdo do conhecimento do especialista. Assim, é preferivel que a distribuicao a
posteriori para f(.) esteja baseada apenas nos dados, isto é, nas informagoes fornecidas

pelo especialista. Por isso, prioris nao informativas serdo especificadas para m,b e o2.

Segundo Moala e O’Hagan(2010), uma possivel priori conjunta para os hiperparame-
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tros é dada por
1
(K) x Wﬂ(n). (6.10)
em que 7(n) é a distribuigdo a priori para o parametro de suavidade 7 fornecida pelo

estatistico.

Uma distribuigao a priori imprépria para n levaria a uma posteriori impropria. Por
isso, Oakley e O’Hagan(2007) sugerem o uso de uma distribuicdo a priori para n* = .

Assim, a fungao de covaridncia definida em (6.9) pode ser reparametrizada como

c(6,0") = exp {_Zbln* (0 — 9')2} : (6.11)

n

em que n* = .

Para encontrar uma distribuigao a priori adequada para n*, Oakley e O’'Hagan (2007)

fizeram um estudo de simulacao e concluiram que a distribui¢ao a priori adequada é

log(n*)~N(0,65; 0, 25?). (6.12)

Assim, a distribuicdo conjunta para m,b,n* e 0% é dada por

_ * 2
(k) oc S 8109{)(;72 0,657 (6.13)

onde kK* = (m, b, n*, 0?).

6.4 Dados Elicitados do Especialista

Vamos pedir ao especialista probabilidades como P, = ffoo f(0)dl de sua distribuicao.

Nesse caso, o vetor de dados sera

dl = (/_oo FO)d0, ... /_Oo f(@)d&) | (6.14)

em que xi,2,...,T, sao n valores selecionados para os quais o especialista fornece as

probabilidades P, , ..., Pp,. Arestricao [, f(f) = 1 tem que ser informada ao especialista.

Segundo Moala(2006) como f(.) segue um processo Gaussiano ¢ P, = [*_ f(6)df ¢

um funcional ! linear de f(.) entao P, segue um processo Gaussiano.

Assim, o vetor d condicionado em k* é normalmente distribuido (por defini¢ao de

processo Gaussiano),
d|k* ~ N, (w,0%A), (6.15)

Intuitivamente, podemos dizer que um funcional é uma funcio de uma funcio.
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em que os elementos do vetor de média w sao dados por

B(P,|K) :/ E(f(9)|;<.:*)d6’:/ g(e)dez/ N(m, v)df = B <x\_/gm) (6.16)
E os componentes da matriz de covariancia 0?4 sao dados por
Cov(Py, P,|K") / / Cou(f (0)|k*))dOdl = o / / c(0,6")dody’
=o? /93 /y Lexp —i(ﬁ m)? ¢ exp —i(G/ —m)? } exp (0 — 02 dody’
oo J oo 2D 2b 2b 2()77

27719/ / e:vp{ TS {"*(9 - LM MG - m* | (0 _belq } dode’.

Mas,
O -m3? @ -m3? (0-0)P O+H0O0-m? O +1E-m)?
- - = -
b b b b b
N 0-0) (@ -m? (#-m)?
o b b b
2(9*;73( m)
Assim,
(" +1* [0 —=m)* (0 —m)?
P, P
CovlFe, Bylw”) 27rb/ / exp{ o Lb(r +1) - b(n* +1)
(9—m)(0’—m)H ,
-2 dodo
b(n* +1)2

. [0 /m /y 1 [ +2 { (" + 1) [(77*+2)(9—m)2
=0 — exrp s —
4+2) ) s 2mbV 2n*(n* + 2) b(n* +1)

(77* + 2)(6, _ m)2 (77* + 2) ' /
b(n* +1) - b(n* + 1) (0 —m)(0" — m)} } dfdeo’.

Portanto

Cor(Po.P,li") = o [ +2/ / No((6,8)|(m,m), S)d6de,  (6.17)

em que




6.5 Posteriori como atualizacdo da priori 67

1 n*4+1
77* +2 n* +2

7 +1 1
S=b| T2 mi

Assim, a funcao de verossimilhanca é dada por

L(k|d) = ‘i’;zemp{—i(d—w)%—l(d_w)}. (6.18)

202

6.5 Posteriori como atualizacao da priori

A distribuicao a posteriori de f(6) requer o conhecimento da covariancia de f(6) e os
dados elicitados do especialista. Segundo Oakley e O’Hagan (2007) a covariancia a priori
entre f(0) e d é dada por

Cov(f(8), Pals) = Cou(f(6), / " @)k = / " Cou(f(0), £(0)7)d0

6 —m)? 0+ mn* [n*+1
= o2(8),] ] Cmm) g, |
TION T w0 T e Vb

(6.19)

e a distribuigdo conjunta de f(#) e d é entao

(o )= 1Cin ) (e 260
0 o0) )\ k07 C0.6)

em que k(f) é o vetor de covariancia a priori entre f(6) e d, e seus elementos sdo dados
em (6.19).

Assim, a distribuicdo a posteriori f(.)|d, k* é um processo Gaussiano com func¢ao
média

E(f(0)ld, k") = g"(0) = 9(0) +k(0)' A" (d — w) (6.20)

e funcao de covariancia

Cou(f(0), [(9)]d, ") = 5°C"(6,0') = o* (9(0)g(0)c(0,0)) ~ K(6)' A-K(9))).  (6:21)
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6.5.1 Estimadores a posteriori para os hiperparametros

Utilizando (6.10) e (6.18) temos a distribuigdo a posteriori para os hiperparametros

dada por

* * |A|_% 1 t A—1
p(r*|d) oc 7(n >ba”+2 exp _Tc?(d —w)'A7 (d - w)
Al

b0n+2

1

exp {_ﬁ(d —w)'A™Y(d — w) — 8log(n* — 0.65)2} . (6.22)
o

O condicionamento em o2 pode ser removido da seguinte forma

1

p(m.b'ld) o w(r) A /0 N Uj+2 cxp {—i(d —w)'A"'(d - w>} 402 (6.23)

b 202

e sabendo que

00 Y 1 »
/ == g = Z 74T (]3) : (6.24)
0 q q
temos que
b * d * |A|7§ A2\ —1
plm,b.'[d) o< w(n") = —(6%) %, (6.25)
onde )
62 = — 2(d —w)! A7 d —w). (6.26)

Segundo Moala(2006) apos a remoc¢ao do condicionamento de o2, temos que a distri-

buicao a posteriori de f(.)|m, b, n* é um processo t-Student, dado por
FO)d, m, b, 7" ~ tn<g*,620*(0,0),n>, (6.27)

ou equivalentemente
f(0) — g(0)
6+/C*(0,0)

A variancia a posteriori estimada é dada por

~ tn(n) (6.28)

n
-2

v&r( £(6)|d, m, b, n*) - 52C*(8,6). (6.29)
n

Para cada valor de m,b e n* gerado da posteriori p(m, b, n*|d) via MCMC, podemos

amostrar uma funcao densidade f(.) da distribuicao a posteriori p(f(.)|,d, m,b,n*), dada

em (6.27), para um namero finito de valores de §. Entao, teremos uma amostra de fungoes

f(.) e plotamos a média dos pontos das fungdes amostrais, obtendo assim a estimativa de
fQ)-

Exemplo 11: Para ilustrar o método, considere que a densidade verdadeira do especia-
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lista é dada por

fw):ig;mm{—%w—3f}+i2%wm{—iw—6jf}. (6.30)

A opiniao a priori do estatistico é
f@ﬂﬁ“vPG(ﬂ@¢ﬂda90, (6.31)

em que a fungdo média ¢g(#) ¢ dada em (6.3) e ¢(6,0) em (6.11).

Os valores de P(0 < z) elicitados do especialista foram

P(6<2) = 0,06,
PO <3) = 0,20,
PO <4) = 0,36,
PO <5) = 0,48,
PO <6) = 0,62,
PO<T) = 0,78,
P(6<8) = 0,91,
PO <9) = 0,98.

Assim, o conjunto de dados utilizado na anéalise possui oito elementos.

Na estimacao dos valores dos hiperparametros, m, b, n* e o2, a distribuicdo conjunta
a priori considerada ¢ dada em (6.13). Utilizando o MCMC, algoritmo de Metropolis
Hastings, foram geradas cadeias com 20000 iteracoes para cada hiperparametro. A Fi-
gura 26 mostra as cadeias geradas e respectivos graficos de autocorrelacao que sugerem
convergéncia. Na Tabela 10 encontra-se as estimativas dos hiperparametros, variancias e
intervalos de credibilidade de 95%.

Tabela 9: Estimativas da média, variancia e intervalos de credibilidade de 95% para os
hiperparametros.

" b A 52
Média 4,784 4,153 0,675 0,955
Variancia 0,158 0,429 0,048 0,359
I. Cred. | [3,863;5,496] [2,959 ; 5,346] [0,273 ;1,138] [0,249 ; 2,440]

Utilizando os altimos 2000 valores das cadeias geradas para m, b, n* e o2, foram gera-
das fungoes amostrais de f(.) a partir da distribuigdo a posteriori apresentada em (6.27).
A Figura 27 mostra que a funcao estimada esta muito proxima da funcao verdadeira dada
em (6.30).
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Na fase feedback, o estatistico pode apresentar a funcao estimada, exibida na Figura
27, para que o especialista avalie se sua opiniao estd sendo bem representada. Porém,
segundo O’Hagan e Oakley (2007), é mais facil para o especialista avaliar a estimativa da,
distribui¢do acumulada, pois ele podera observar se os valores de P(f) < x para novos
valores de x correspondem a sua opiniao. A Figura 28 mostra a distribuigao acumulada

estimada.
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Figura 26:
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Trajetoria da cadeia e respectivos correlogramas dos hiperparametros.
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Figura 27: Fungao verdadeira (preta) e fun¢ao estimada (tracejada).
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Figura 28: Distribui¢do acumulada verdadeira (preta), distribuigado acumulada estimada
(tracejada) e valores elicitados (x).
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7 Inferéncia Bayesiana
Nao-Paramétrica para FElicitacao
da Funcao de Confiabilidade

Estudos ja propuseram diversas metodologias para a anélise do tempo de vida. Po-
rém, a maior parte das pesquisas ignora o conhecimento do especialista e assume uma
determinada familia paramétrica para o tempo de vida, como Weibull, Exponencial, entre

outras.

Nesse capitulo, discutiremos uma forma mais flexivel de anélise do tempo de falha,
em que estimaremos uma distribuicao a priori para a funcao de confiabilidade através da
elicitacdo do conhecimento do especialista. A funcao de confiabilidade estimada repre-
sentara entao a opiniao do especialista sobre o tempo de vida de determinado item em

estudo.

No Capitulo 6, discutimos o método Bayesiano nao-paramétrico desenvolvido por Oa-
kley e O'Hagan (2007) para estimar a densidade desconhecida f(.), em que f(.) representa
a opiniao do especialista, utilizando processos Gaussianos e a elicitacao. Nesse capitulo,
aplicaremos esse método na andlise de confiabilidade, assumindo que f(.) é a funcdo de

confiabilidade, denotada por R(.), e elicitando valores da confiabilidade.

7.1 Representacao a priori para R(.)

Para o caso em que nao assumimos nenhuma forma paramétrica para a fungao de
confiabilidade, uma representacao a priori adequada é dada por um processo Gaussiano.

Assim, a distribuigao a priori de R(.) é dada por

R()|ks ~ PG(¢(.),U2C(., .)), (7.1)

em que Ky ¢ o vetor de hiperparametros, 1 ¢ a fungdo média e oc(.,.) ¢ a funcao de

covariancia.

Uma possivel escolha para a esperanga a priori de R(.) é a func¢ao de confiabilidade
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da distribuicao Exponencial dada por
Y(t) = exp {—t}. (7.2)

Nesse caso, o estatistico acredita que a funcao de confiabilidade do especialista sera
similar a funcao de confiabilidade da distribuicao Exponencial. Se essas condicoes nao
forem razoaveis, outra distribuicao de probabilidade pode ser selecionada. A vantagem
em se utilizar a fungdo de confiabilidade da Exponencial como funcao média é que ela

possui uma forma fechada e apenas um parametro.

Embora o estatistico acredite que a fun¢ao de confiabilidade do especialista, R(.),
se aproxime da funcao de confiabilidade da Exponencial, o processo Gaussiano permite
que o modelo se desvie dessa convicgao de acordo com a quantidade de informacoes do
especialista disponivel. Isso foi ilustrado na Figura 25, que mostra a fungao média sendo

alterada nao-parametricamente para espelhar os dados.

Como visto na Sec¢ao 6.2, a funcdo de covariancia entre R(t) e R(z) pode ser escrita

da seguinte forma

Cov(R(t), R(t)|ks) = o (t)(t)c(t,t')
= olexp{—Mt}exp {—\t'}c(t,1). (7.3)

Assumindo que a funcado de correlacao é dada por

C(t.t) = eap {—%(z& _ t’)2} | (7.4)

temos que

Cov(R(t), R(t')|ks) = o*exp {— (A(t +t') + QL(t — t’)2) } : (7.5)

n

A distribuicao a priori conjunta para os hiperparametros é dada por

701, 0%) = 5o57() (7.6)

em que m(n) é a distribui¢do a priori proposta por Oakley e O’'Hagan(2007) dada em
(6.12).
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7.2 Elicitando Valores da Confiabilidade

Vamos pedir ao especialista valores da confiabilidade, denotada por R,, para deter-

minados valores de x. Nesse caso, o vetor de dados sera
d'=(R,,,...,R.,). (7.7)

em que xi,Ts,...,T, sao n valores selecionados para os quais o especialista fornece a

probabilidade do tempo de vida do objeto em estudo ser maior do que x;.

Como R(.) segue um processo Gaussiano, entdo R, segue um processo Gaussiano.
Assim, o vetor d condicionado em Ky é normalmente distribuido (por defini¢ao de processo

Gaussiano),
d|ky ~ N, (W, 0% As), (7.8)

em que os elementos do vetor de média wy sao dados por
E(R;|ks) = exp{—Az}. (7.9)

J4 os elementos da matriz de covariancia 0?4, sao dados por

Cov (Ry, R,| ko) = o*exp {— (A(x +y) + %(m — y)Q) } : (7.10)

onde Ky = (A, 1, 0?).

Logo, a funcao de verossimilhanca ¢ dada por

L(\n,0%|d) = @e:pp {—i(d —wo)' AN (d — Wg)} . (7.11)
o

202

7.3 Atualizacao da priori

A covariancia a priori entre R(t) e d é dada por

[ Cov (R(t), R, |I<L2>
( )

Cov| R(t), Ry, |k
C’ov(R(t),d|n2> - (£), Reylrs

I Cov (R(t)., Rxnln2>
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em que

Cov(R(t). Rylks) = o%erp {— (A(t + o)+ %(t - x)2) } | (7.12)

A distribuicao a posteriori R(.)|k2,d é um processo Gaussiano com fun¢ao média
E(R(t)|kg,d) = ¥(t) + ko (t)' A1 (d — wy) (7.13)
e funcao de covariancia
Cov(R(t), R(t')| ko, d) = 02(0@, ) — kg(t)tAglkg(t/)) (7.14)
em que ko(.) é a covariancia entre R(t) e d - os elementos desse vetor sao dados em (7.12)-
e C(t,t') é a covariancia a priori entre R(t) e R(t') dada em (7.5).

A Secao 7.4 ilustra uma aplicacao do método apresentado nesse capitulo. Como o
treinamento de um especialista para a participacao do processo de elicitacao demanda

muito tempo, os dados utilizados nesse exemplo foram gerados no pacote estatistico R.

7.4 Tlustracao Numérica

Suponha que estamos interessados em estudar o tempo de vida de um componente
de um nova aeronave. Por se tratar de um componente com altissimo custo de producao,
poucas unidades foram testadas. Resolveram entao utilizar a elicitagao do conhecimento

do especialista para a resolucao do problema.

A opiniao a priori do estatistico é
R(t) ~ PG(4(1), 0%(t, 2)),

em que Y(t) é dada em (7.2) e c(t,t') = exp {—%}(t - t’)Z}.
O projetista, que desenvolveu esse componente durante anos e que tem bastante co-
nhecimento sobre o seu funcionamento, foi o especialista selecionado. Ele foi submetido

a um treinamento, com o intuito de familiariza-lo com o processo de elicitacao.

Assumindo que R(.) verdadeira ¢ a fun¢do de confiabilidade da distribuicdo Weibull

com parametros @ =4 e = 1,3, temos que

R(t) = eap {— (%) 173} . (7.15)
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O especialista foi solicitado a fornecer os valores de x; que satisfazem:

@ = P(X>u)

@ = P(X >ux)

3 = P(X >x3)=0,50,

g = P(X >=x4)=0,75,
( )

qgs = P(X > x5

Em um primeiro momento, admitimos que o especialista seria capaz de fornecer as
especificacoes probabilisticas exatas de sua distribuicao. Assim, os valores elicitados fo-
ram: x; = 7,60, xo = 5,14, x3 = 3,02, x4 = 1,53 e x5 = 0,71. Com a informacao do
conhecimento do especialista transformada em percentis elicitados, o estatistico trata-os
como um conjunto de dados d que serao utilizados para estimar os hiperparametros A\, n

e o2

Cadeias do MCMC, com 20000 iteracoes, foram geradas para A\, 1 e 2. A Figura 29
mostra as cadeias geradas pelo método MCMC e respectivos gréaficos de autocorrelagao que
sugerem convergéncia. As estimativas dos hiperparametros, suas variancias e intervalos
de credibilidade de 95% sao apresentadas na Tabela 11.

Tabela 10: Estimativas da média, variancia e intervalos de credibilidade de 95% para os
hiperparametros.

) A &2
Média 0,283 0,704 0,046
Variancia 0,002 0,058 0,005
I. Cred. | [0,186;0,378] [0,238;1,179] [0,025 ; 0,102

Utilizando os tltimos 2000 valores das cadeias geradas para A\, n e 02, geramos funcoes
amostrais de R(.) a partir da posteriori apresentada em (7.13) e (7.14). A Figura 30 mostra
que a funcao de confiabilidade estimada esta proxima da verdadeira, principalmente nas

areas onde existem informacoes provenientes dos dados.

Como é dificil para o especialista fornecer as especificacoes probabilisticas exatas,
consideramos um erro N(0,1) para cada um dos valores elicitados. Assim, os valores
elicitados foram: z; = 7,13, xo = 4,89, x3 = 2,43, x4, = 1,37 e x5 = 0,63.

Realizando o mesmo procedimento descrito anteriormente, obtivemos a funcao de
confiabilidade estimada considerando um erro nos valores elicitados. A Figura 31 mostra
que a funcao de confiabilidade estimada com erro nao esta tao proxima das demais, porém

ainda pode ser considerada uma boa estimativa da funcao de confiabilidade verdadeira.
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Figura 29: Cadeias geradas pelo MCMC para os hiperparametros \, 1 e o2 e correspon-
dentes correlogramas.

E importante ressaltar que a funcio de confiabilidade estimada deve ser apresentada

ao especialista, para que ele avalie se o resultado obtido representa bem a sua opiniao.
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Figura 30: Fungao de confiabilidade verdadeira (s6lida), fun¢ao de confiabilidade estimada,
(tracejada) e valores elicitados ().

Figura 31: Fungao de confiabilidade verdadeira (s6lida), fun¢ao de confiabilidade estimada,
com erro (tracejada) e valores elicitados (x).
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8 Conclusoes

A analise de confiabilidade ¢ um dos ramos da estatistica mais pesquisados nos ul-
timos anos. As mais diversas distribuicoes de probabilidade j& foram consideradas para
descrever o tempo de falha de determinado item, dentre elas a distribuicio Weibull. E
comum, sob o enfoque Bayesiano paramétrico, a analise de confiabilidade ser realizada
utilizando distribui¢oes a priori nao-informativas, ignorando-se assim possiveis informa-
coes a priori existentes. No Capitulo 2, considerando dados de tempo de vida - com e sem
censura - provenientes de uma distribuicao Weibull, foram avaliadas algumas prioris nao-
informativas, como priori de Jeffreys, referéncia e copula, que apresentaram resultados

similares.

A elicitacao é o processo de se extrair o conhecimento de um especialista sobre al-
guma quantidade desconhecida na forma de uma distribuicao de probabilidade. Diversos
métodos de elicitacao podem ser encontrados na literatura, porém, a maioria requer a
elicitagao de momentos de primeira e segunda ordem. Dessa forma, a aplicacao desses
métodos torna-se invidvel. No Capitulo 3, alguns métodos de elicitacao paramétrica - que
nao empregam a média e a variancia para a representacao da opiniao do especialista na

forma de uma distribuicao - foram discutidos.

A utilizacao da elicitagdo na anélise de confiabilidade pode proporcionar conclusoes
mais realisticas, particularmente quando o tamanho amostral ¢ pequeno. Foi proposto, no
Capitulo 4, um método aplicado a distribuicao Weibull com parametros a e 8 que utiliza
algumas probabilidades elicitadas do especialista, P(T > z), para a determinagao dos
hiperparametros da distribuicao conjunta a priori, considerando a distribuicao a priori
de o uma Gama(a,b) e para § uma Gama(c,d). O Exemplo 7, que ilustra o método,
mostra que o emprego da opiniao do especialista produziu uma melhora significativa nos

resultados, principalmente quando os dados nao sao numerosos.

Os métodos de elicitacao paramétrica podem restringir muito a representagao da opi-
niao do especialista sobre o tempo de vida de um item em pesquisa, por dependerem
de especificacoes restritivas, ajustamento de uma distribuicao de probabilidade conhe-
cida. A metodologia nao-paramétrica é mais flexivel e pode ser utilizada na anélise de

confiabilidade. Nessa dissertacao, aplicamos o método Bayesiano nao-paramétrico de Oa-
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kley e O’Hagan e mostramos que é possivel utilizar a elicitacao para estimar a funcao de
confiabilidade.

A fungao de confiabilidade estimada na Secao 7.4 mostrou que a metodologia Bayesi-
ana nao-parameétrica de elicitacao produz bons resultados. Essa fungao de confiabilidade
estimada representa a opiniao do especialista sobre o tempo de vida de determinado item
em estudo e pode ser usada como distribuicao a priori em uma anélise Bayesiana. Assim,
a informagao elicitada do especialista pode ser usada para complementar a informacao

dos dados observados.

O objetivo do presente trabalho foi alcangado, utilizando o método proposto por Oa-
kley e O’Hagan (2007) foi possivel estimar uma distribui¢ao a priori para a confiabilidade
a partir das informacodes fornecidas por um especialista, de uma forma flexivel que pode

ser aplicada a intimeros estudos sobre o tempo de vida.

Em trabalhos futuros, a aplicacao do método Bayesiano nao-paramétrico utilizado
para estimar a funcao de confiabilidade, poderia considerar outras funcoes de confiabi-
lidade como funcao média do processo Gaussiano, como a funcao de confiabilidade da
distribuicao Weibull. O desempenho de outras funcoes de covariancia que podem ser uti-
lizadas no processo Gaussiano, como a Laplaciana (apresentada na Sec¢do 5.3), poderia

também ser avaliado.

Esperamos que esse trabalho provoque o interesse da comunidade cientifica pela eli-

citacao, de forma que mais estatisticos possam aplicd-la em muitos problemas praticos.
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